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 الشبكات المعرفة برمجياًتطوير خوارزمية لموازنة حمل الخوادم في بيئة 
 باستخدام التعلم الآلي

 3ميساء الضاهر1   د. ماهر عباس2    د. محسن عبود

 الملخص
إطاراً مرناً وفعالًا لإدارة موارد الشبكة وتوجيه حركة البيانات، مما  (SDNتعد الشبكات المعرَفة بالبرمجيات )

يجعلها بيئة مثالية لتطبيق استراتيجيات موازنة الحمل بين الخوادم، ومع تطور تقنيات الذكاء الاصطناعي 
لدمج ذا ا. هوتنبؤيخطوة متقدمة نحو تحسين القرارات الشبكية بشكل ذاتي  SDNأصبح دمج التعلم الآلي مع 

قاً من التغيرات اللحظية في الحمل الشبكي. وانطلايفتح المجال لشبكات أكثر ذكاءً وتكيفاً قادرة على مواجهة 
، تعتمد على التنبؤ بزمن SDNذلك، تقترح هذه الدراسة خوارزمية جديدة لموازنة الحمل بين الخوادم في بيئة 

على مؤشرات أداء الخوادم النشطة، مثل استخدام وحدة  تخدام تقنيات التعلم الآلي بناءً ساستجابة الخوادم با
ادم بهدف اختيار الخ ت النشطةالمعالجة المركزية، استخدام الذاكرة، عرض النطاق الترددي، وعدد الاتصالا

الأمثل الذي يُتوقع أن يقدم أقل زمن استجابة. تم تقييم أداء الخوارزمية المقترحة ضمن بيئة ديناميكية 
، Traditional Least Response ،Least Bandwidthتنوعة ومقارنتها مع خوارزميات وباختبارات م

Round Robin وخوارزمية ،Naive Bayes، ،ًوقد أظهرت النتائج تفوق  ثم تم تحليل النتائج إحصائيا
 .الخوارزمية المقترحة على جميع الخوارزميات المُقارن معها

 .التعلم الآلي، أداء الخوارزميات، موازنة الحمل برمجياً،المعرَفة  الشبكات المفتاحية:الكلمات 
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Abstract 
Software-Defined Networking (SDN) is a flexible and efficient framework for managing 
network resources and routing data traffic, making it an ideal environment for implementing 
server load balancing strategies. With the advancement of artificial intelligence (AI) 
technologies, integrating machine learning with SDN has become a significant step towards 
improving network decisions autonomously and predictively. This integration paves the way 
for smarter and more adaptive networks capable of handling real-time changes in network 
load. Therefore, this study proposes a novel server load balancing algorithm in an SDN 
environment. This algorithm relies on predicting server response times using machine 
learning techniques based on active server performance metrics, such as CPU utilization, 
memory utilization, bandwidth, and the number of active connections. The goal is to select 
the optimal server expected to offer the lowest response time. The performance of the 
proposed algorithm was evaluated in a dynamic environment using various tests and 
compared with Traditional Least Response, Least Bandwidth, Round Robin, and Naive 
Bayes algorithms. The results were then statistically analyzed, and the results showed that 
the proposed algorithm was superior to all the algorithms compared with it. 

KEYWORDS: SDN, Load Balancing, Algorithms performance, Machine 
Learning. 
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 المقدمة .1
في الشبكات الحديثة، أصبحت إدارة موارد  (SDN) مع تزايد استخدام الشبكات المعرفة بالبرمجيات

الشبكة بكفاءة أمرًا بالغ الأهمية. وتُعدّ موازنة أحمال الخوادم أحد أبرز التحديات في هذه البيئات، إذ 
لمتاحة. لأمثل للموارد ايؤثر بشكل مباشر على أداء الشبكة وسرعة استجابتها، كما يضمن الاستخدام ا

تواجه العديد من تقنيات موازنة الأحمال التقليدية تحديات  ، SDNونظرًا للطبيعة الديناميكية لشبكات
 .[1]متزايدة في مواكبة تطور الشبكات الحديثة، لا سيما من حيث التكيف مع ظروف الشبكة المتغيرة 

 ستخدام وحدة المعالجة المركزية والذاكرة، واستهلاكيتأثر أداء الخوادم بمؤشرات تشغيلية متنوعة، مثل ا
النطاق الترددي، وعدد الاتصالات النشطة. ورغم شيوع مراقبة هذه المؤشرات، إلا أن الطرق الحالية 
عادةً ما تتعامل معها بشكل منفصل أو تعتمد على خوارزميات مبسطة لا تعكس بدقة حجم العمل 

ك، غالبًا ما يتم إغفال التأثير المُجتمع لهذه المؤشرات على سرعة الفعلي على الخوادم. علاوة على ذل
لنمذجة  ملياً ع مؤشر رئيسي لجودة الخدمة. توفر تقنيات التعلم الآلي منهجاً  الذي يعتبر استجابة الخادم

هذه التفاعلات المعقدة. مع ذلك، فإن الدراسات التي تُطبّق هذه التقنيات على موازنة أحمال الخوادم في 
  .( محدودة نسبيًاSDNبيئات الشبكات المعرفة بالبرمجيات )

يث أبرزت أن ح حثت الدراسات السابقة على التكامل بين الشبكات المعرفة بالبرمجيات والتعلم الآلي،
يتيح هذا التكامل . [2] (DCNs) في تحسين شبكات مراكز البيانات اً تقدمي اً التقارب يمثل اتجاههذا 

بين المجالين الاستفادة من القدرات التنبؤية لنماذج التعلم الآلي إلى جانب التحكم المركزي الذي 
دارة الموارد ] يعدمما  ، SDNتوفره [. كما تؤكد هذه 3بتأثير تحويلي على قدرة الشبكة على التكيف وا 

ات يحمل الإمكان فهو، الشاملالدراسات أن هذا المجال لا يزال ناشئًا ويتطلب مزيدًا من الاستكشاف 
ليس فقط لرفع الكفاءة التشغيلية من خلال موازنة الحمل الذكية المتوقعة ولكن أيضًا لإحداث ثورة في 

  [2]. ى العالمنماذج الإدارة التي تحكم أنظمة مراكز البيانات على مستو 
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 هدف البحث .2
في سياق موازنة الأحمال  SDNانطلاقاً من توصيات الدراسات السابقة بتقاطع التعلم الآلي وشبكات 

، يةتتقدم عدة خطوات على التدابير التقليدية التفاعل أنظمة تكيفية مدفوعة بالذكاءمن أجل التحرك نحو 
ركزت على موازنة حمل المسارات، بينما  SDNمعظم الأبحاث التي دمجت التعلم الالي في  بما أنَ و 

لاتزال موازنة حمل الخوادم باستخدام التعلم الآلي أقل استكشافاً رغم أهميتها في تعزيز كفاءة مراكز 
ذا المجال، اث في هالبيانات، ومن هذا المنطلق اخترنا التركيز على موازنة حمل الخوادم نظراً لندرة الأبح

لي فيها خطوة تستحق التعمق والدراسة وفرصة بحثية واعدة لتقديم حلول دمج التعلم الآ لما يجعوهذا 
خوارزمية  قتراحا البحثسيكون هدف بناء على ذلك ذكية قابلة للتطبيق في بيئات الشبكات الحديثة. 

عة من فة بالبرمجيات اعتماداً على مجمو جديدة للتنبؤ بزمن استجابة الخوادم في بيئات الشبكات المعر 
 Random)المؤشرات التشغيلية النشطة للخادم. يعتمد النموذج المقترح على خوارزمية الغابة العشوائية

Forest)    ،لتحليل العلاقة بين مجموعة من العوامل الأساسية، مثل استخدام وحدة المعالجة المركزية
الترددي، وعدد الاتصالات النشطة، بهدف بناء نموذج تنبؤي قادر واستهلاك الذاكرة، وعرض النطاق 

ازنة تحسين عملية اتخاذ القرار في مو  هوهذا النهج  من هدف، فالعلى تقدير زمن الاستجابة بدقة أعلى
 الديناميكية. SDN الأحمال داخل بيئات

 مواد وطرق البحث .3
 من أجل النمذجة السريعة Linuxتند إلى يس حاكاةبرنامج م هو Mininetمحاكي سنستخدم في التجارب 

أيضاً  . [5] الدراسة ومنها SDNفي أبحاث  على نطاق واسعيستخدم  [4] برمجياً  للشبكات المعرفة
 الزبائنمئات طلبات يمكن استخدامها لإرسال  HTTPحمل لأداة اختبار وهي  Siegeسنستخدم 

الويب في وقت واحد للتحقق من كيفية أدائه تحت الضغط ومدى التوفر الذي  مخدمالمتزامنين إلى 
معلومات مفيدة مثل التوفر وعدد الطلبات الناجحة  بعد اكتمال الاختبار وفر، تخادماليمكن أن يوفره 

إحصائيات الخادم  لقياس Psutil سيتم استخدامأيضاً  .[6]من المعلومات  وعدد الطلبات الفاشلة والمزيد
حول  لاسترجاع المعلومات تُستخدم هي مكتبة متعددة المنصاتو ، ومراقبة أدائه خلال تنفيذ التجارب

 مغاير trafficلتوليد  D-ITG [8]تم استخدام أداة سيكما . [7]العمليات الجارية واستخدام النظام 
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سيُطَبق موازنة  الذي http trafficالتي تولد  Siegeبالتوازي مع أداة  حيث سيتم تشغيلها  httpعن
ضمن سياق عملي  httpالحمل عليه، لمحاكاة بيئة شبكة واقعية، مما يسمح بتقييم أداء موازنة حمل 

 .أقرب إلى الواقع

 السابقة الدراسات .4
حظيت مسألة موازنة حمل الخوادم باهتمام بحثي واسع في مجال الشبكات الحاسوبية. ومع ظهور 

أُعيدت صياغة هذه المسألة ضمن إطار أكثر مرونة، مستفيداً  (SDNالشبكات المعرَفة بالبرمجيات )
دارت من الفصل بين مستوى التحكم ومستوى البيانات وما ها يتيحه ذلك من رؤية شاملة لحالة الشبكة وا 

مركزياً. ركزت بعض الأبحاث في هذا المجال على استخدام خوارزميات موازنة حمل تقليدية مثل 
Random [9] ،Round Robin  وWeighted Round Robin [10]  بعد تكييفها للعمل ضمن

لموارد  تهمل الحالة الفعلية ورغم بساطة هذه الخوارزميات وسهولة تطبيقها إلا أنها غالباً ما SDNبيئة 
ض جعل بع قد يؤدي إلى توزيع غير عادل للحمل. وهذا ما الخوادم أو ظروف الشبكة الديناميكية مما

رزميات تعتمد على تحليل مؤشرات الأداء الفردية للخوادم لموازنة الحمل بينها. الباحثين يستخدم خوا
أن عدد الاتصالات النشطة هو أحد العوامل الأساسية التي تُؤثر على أداء الخادم  [11]حيث اعتبُر في 

على أوقات  [13]تم الاعتماد على عرض النطاق الترددي للخوادم. في حين اعتمدت  [12]بينما في 
بالاعتماد  قليديةبطريقة ت قياس وقت الاستجابة لابدَ من الإشارة أنه تم وهنا ستجابة الخوادم لتوزيع الحملا

بفاصل زمني معين وتسجيل وقت الإرسال ثم انتظار الرد  packet outعلى إرسال وحدة التحكم لرزم 
والتي  Server Load Balancingاستُخدم خوارزمية  [14]في  أما .من الخادم وتسجيل وقت الاستلام

تم توزيع الحمل بين  [15]يتم فيها اختيار الخادم الذي لديه أقل قيمة لوحدة المعالجة المركزية. في 
حيث يتم توجيه الطلب إلى الخادم  Least Packet Loadباستخدام خوارزمية  SDNالخوادم في بيئة 

يعكس الطبيعة المعقدة  واحد فقط قد لا الذي يتلقى أقل عدد من الرزم. أحياناً الاعتماد على عامل
لأحمال الخادم خاصة تحت ظروف مرور متباينة. لتحسين دقة تقدير حمل الخادم قامت دراسات أخرى 

تم الاستناد إلى وقت استجابة الخادم ونوع محتوى الطلب لإجراء  [16]بدمج مؤشرين أو أكثر ففي 
اختيار الخادم الأفضل بناءً على إحصائيات وقت يتم  [17]عملية الموازنة بين الخوادم. أما في 
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 SDNتم موازنة الحمل بين الخوادم في شبكة  [18]في  الاستجابة وحجم المرور عبر منافذ المبدل.
بالاعتماد على المنطق الضبابي.  I/Oباستخدام بارمترات استخدام المعالج، استخدام الذاكرة، استخدام 

 CPU load ،I/Oهجينة بالاعتماد على مؤشرات  SDNبيئة  تم موازنة الحمل لكن في [19]في 
read ،I/O write ،link upload ،link download من خلال النظر في عدة عوامل، توفر .

الأساليب السابقة صورة أكثر تمثيلًا لحمل الخادم. ومع ذلك، تعتمد هذه الطرق على قواعد ثابتة أو 
أوزان محددة مسبقاً، دون الاستفادة من تقنيات التعلم الآلي لفهم العلاقة الديناميكية بين هذه المؤشرات 

م. في المقابل بدأت الأبحاث الحديثة بالاستفادة من تقنيات التعلم الآلي وتأثيرها الفعلي على أداء الخاد
 logisticتم استخدام نموذج التعلم الآلي  [20]. ففي SDNلتحسين موازنة الحمل في شبكات 

regression  للتنبؤ بنوع الطلب الأمثل الذي يمكن للخادم التعامل معه عند إعطائه الميزات، تم تدريبه
نقطة، كل نقطة بيانات عبارة عن مجموعة تحتوي على وقت الرحلة  200بيانات تحوي  على مجموعة

(trip time واستخدام الذاكرة واستخدام المعالج والعلامة التي تكون إما )المقابلة لنوع الطلب  1أو  0
Media  أوText لم يتم ذكر آلية توليد ،dataset تم تنفيذ موازنة الحمل في  [21]. أما فيSDN 

باستخدام الانحدار الخطي. تحتوي مجموعة البيانات الخاصة بنمذجة التابع الخطي على ثلاثين عينة، 
وعدد الطلبات. يتم حساب  RAMكل عينة تحتوي على معلومات وحدة المعالجة المركزية وذاكرة 

يجة هي دم والنتالانحدار الخطي وفقاً لوحدة المعالجة المركزية وذاكرة الوصول العشوائي الخاصة بالخا
تم  [22] عينة بدقة. فيثلاثين الالتنبؤ بعدد الطلبات من كل خادم. لم يتم تحديد آلية الحصول على 

بناءً على  Naïve Bayesتطبيق موازنة الحمل على شبكة معرفة بالبرمجيات باستخدام خوارزمية 
ستخدام القرص( بعد ذلك يتم إجراء البيانات الواردة من الخوادم )استخدام المعالج، استخدام الذاكرة، ا

العمليات الحسابية عليها لتحويلها إلى شكل لغوي بناءً على مجموعة بيانات محددة مسبقاً مؤلفة من 
حالة للحصول على حالة الخادم، وبعد الحصول على حالة الخادم يتم توزيع المرور بناءً على أقل  27

ادة الأبحاث السابقة من تقنيات التعلم الآلي لتحسين موازنة استخدام للموارد من الخادم. بالرغم من استف
، مع ذلك لم تركز معظم هذه الدراسات على تأثير مؤشرات الموارد المختلفة SDNالحمل في شبكات 

على وقت استجابة الخادم باعتباره عامل أساسي لجودة الخدمة، أو اقتصرت على مجموعة محدودة 
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نمذجة  قادر علىتعلم آلي بق، يتضح أنّ هناك حاجة إلى نموذج س بناءً على ما من المؤشرات.
 الاستجابة وقتب للتنبؤالأساسية الخادم لتأثير المشترك لمجموعة من مؤشرات موارد العلاقات المعقدة ل

 له بدقة عالية.

لتقنية ا الجوانبلأكثرية  وشاملاً تضمنت تحليلًا دقيقاً ومقارناً  [23]أنَ الدراسة رقم إلى لابدَ من الإشارة 
 آلية عملتصميم و من حيث  SDNللخوارزميات المستخدمة في مجال موازنة حمل الخوادم في شبكات 

، الطوبولوجيا المستخدمة، البارامترات المقاسة، محاكيات الشبكات وأدوات قياس الأداء خوارزميةكل 
فر أساساً و  رتها كل دراسة، وهذا ماالمستخدمة، الخوارزميات المُقارن معها والافاق المستقبلية التي ذك

 في توجيه منهجية هذه الدراسة الحالية.نظرياً قوياً وساهم 

 (SDN) بنية الشبكات المعرفة برمجيا   .5
 بيانات،الويطلق عليها أيضاً طبقة  من ثلاث طبقات، وهي طبقة البنية التحتية SDNيتكون نموذج 

والموجهات، وما إلى ذلك(. تتمثل وظائف أجهزة التبديل في )مثل المبدلات،  أجهزة التبديلتتكون من 
رسالها إلى وحدات تحكم مسؤولة عن معالجة الرزم  كما أنها أنها أولًا مسؤولة عن جمع حالة الشبكة وا 

تمثل ذكاء  والتي طبقة التحكمالطبقة الثانية هي  [24]. تحكمالاستناداً إلى القواعد التي توفرها وحدة 
 ظالعقد الموجودة في طبقة التحكم بوحدات التحكم. يسمح هذا الحل لوحدة التحكم بالحفا الشبكة، تسمى

 التي طبقة التطبيقالطبقة الأخيرة هي  .[25]عامة للشبكة المتوضعة في طبقة البنية التحتية  اعلى رؤي
 .[24]مصممة لتلبية متطلبات المستخدم  SDNتحتوي على تطبيقات 

 POXوحدة التحكم  .6
حاليًا العديد من تطبيقات وحدات التحكم المتوفرة، وهي مفتوحة المصدر وتستند إلى لغات برمجة يوجد 
بالكامل  هاتم تطوير  والتي ،في هذا البحث التجاربلإجراء  poxاختيار وحدة التحكم تم  .مختلفة

الرئيسي هو تسريع  ا. هدفهWindowsو  Mac OSو  Linuxدعم ت ي، وبالتالي فهPythonباستخدام 
  . [26]اءدون الحاجة إلى القلق بشأن مشاكل الأد طويرعملية الت
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 توليد مجموعة البيانات .7
لمؤشرات النشطة ا تلبي احتياجات الدراسة للتنبؤ بوقت استجابة الخادم بناءً علىتوليد مجموعة بيانات تم 

 :بالعديد من الخطوات تم القياملتوليد مجموعة البيانات و  للخادم.

  تم استخدام محاكيMininet  ة وقد تم استخدام الطوبولوجيا الافتراضيلتوليد طوبولوجيا شبكة
 المكونة من وحدة تحكم ومبدل ومضيفين.

  استخدام أحد المضيفين لتشغيل خادم ويب يستخدم بروتوكول تمHTTP  80على منفذ 
بأحجام  وصور وفيديو وملفات صوتية htmlمجلد يحوي ملفات  على python3باستخدام 
ة وتشغيل ، كما تم كتابحتى يقوم الخادم بتقديم جميع الملفات الموجودة في ذلك الدليل متنوعة
بايثون على الخادم يقوم بحساب استخدام المعالج واستخدام الذاكرة وعدد الاتصالات  برنامج

وتوجيه هذه الإحصائيات  Psutilوعرض النطاق الترددي للخادم كل ثانية باستخدام مكتبة 
 .CSVملف وتخزينها بشكل مستمر في 

  دمين حيث تم تشغيل عدد من المستخ عميلاستخدامه ك تمأما المضيف الثاني في الطوبولوجيا
بطلب الملفات التي يقوم الخادم بتقديمها  ونقومي )العدد الافتراضي( 15المتزامنين عليه بعدد 

لإرسال  Siegeالأداة  تم استخدامومن أجل ذلك ، سابقاً  موضحهو وموجودة في الدليل كما 
تم تنفيذ الاختبارات بشكل متتابع وفوري واحد تلو الآخر مباشرة الطلبات واختبار حمل الخادم، 

في وقت متقارب جداً، بهدف تمثيل حمل مستمر من جهة العملاء يعكس السلوك الواقعي 
أداء الخادم. مدة كل اختبار ثانية واحدة لضمان تزامن  رصد التأثيرات التراكمية علىيللنظام و 

موثوق مع مؤشرات أداء الخادم حيث توفر الأداة قياسات زمن استجابة على مستوى التجربة 
مكانيةككل، فالثانية الواحدة تحقق توازن منهجي بين دقة القياس  الخادم  التزامن مع مؤشرات وا 

 ولًا بين القياسات على العميل والسيرفر.فهي أقل وحدة زمنية تضمن تزامناً مقب
   توجيه نتائج اختبارات تمsiege  إلى ملفCSV الوصول  افيهطُلب . قسم من الاختبارات

الوصول إلى صورة وفي القسم الثالث من الاختبارات  طُلب، وفي قسم آخر htmlإلى صفحة 
وصول فيه ال طُلبفيه الوصول إلى مقطع صوتي وفي القسم الأخير من الاختبارات  طُلب
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حتى تكون  HTTPبهدف توفير محتوى متكامل للمستخدمين عبر  إلى مقطع فيديو
 .متنوعة CSVالإحصائيات المخزنة في ملف 

  دمج ملفي تم بعد ذلكCSV  السابقين الناتجين عن الاختبارات باستخدام مكتبةpandas 
 CSVتنظيف ملف ثم تم ، جديد CSVفي ملف  الطابع الزمنيبناءً على تطابق قيم حقل 

وحذف الأعمدة غير الضرورية باستخدام  nanالجديد عن طريق حذف القيم الصفرية وقيم 
  صورة موجزة:التالي خطوات توليد مجموعة البيانات ب الشكليوضح . pandasمكتبة 

 
 .خطوات توليد مجموعة البيانات مخطط صندوقي يوضح (1الشكل )

 سطر من البيانات: 882النهائي وقد احتوى هذا الملف على  output.csvوهذا جزء من ملف  
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 جزء من مجموعة البيانات المولدة. (2الشكل )

 الخوارزمية المقترحة  .8

 طريقة العمل 1-8
هو تطوير خوارزمية تتنبأ بوقت الاستجابة بناءً على المؤشرات النشطة  شير سابقاً كما أُ  البحثإنَ هدف 

 :للخادم ولتحقيق هذا الهدف
م شرحه بالتفصيل في الفقرة السابقة، ثم تم إنشاء نموذج تعل مما تتم توليد مجموعة بيانات وهذا  أول  

تم اعتماد  .وتدريبه على مجموعة البيانات المولدة (10شجرة، عمق  30) آلي باستخدام الغابة العشوائية
للاختبار( استناداً إلى النتائج التجريبية الواردة  %10للتدريب و %90) 90:10تقسيم البيانات بنسبة 

عند اختباره على مجموعة بيانات  ، والتي أثبتت أن هذا التقسيم حقق أعلى دقة أداء[28] دراسةالفي 
ما يُعد نطاقاً قريباً من حجم البيانات المستخدم في هذا البحث المؤلف من  حالة؛ وهو 304مكونة من 

تعظيم قدرة النموذج على التقاط الأنماط المعقدة والعلاقات  هو الهدف في هذا البحثف، سجلّاً  882
المتمثلة في عرض النطاق الترددي، وعدد الاتصالات، واستخدام المعالج،  مغير الخطية بين موارد النظا

صحة  عدفيما ب واستخدام الذاكرة، من جهة، ووقت الاستجابة من جهة أخرى. وقد أثبتت النتائج العملية
في بيئة  POX تحكموحدة الحيث حقق النموذج أداءً تنبؤياً دقيقاً ومتسقاً عند دمجه مع  الاختيار،هذا 

 .البحثلتشغيل الفعلية، مما يُبرر اختيار هذه النسبة ويُؤكد ملاءمتها المثلى لهذا ا
ة على البيانات الجديدة للمحافظه بحيث يتم تطبيق POXفي وحدة التحكم  هتم حفظ النموذج ليتم استرجاع

 . على دقة واستقرار النتائج
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موذج جميع النماذج التي تم اختبارها، ظهر ن من بين ،تجربة عدة نماذج تحليليةتم  ولابدَ من الإشارة أنه
قق النموذج قيمة حبؤ وتفسير البيانات. نتوازن بين دقة التالالغابة العشوائية كأفضل نموذج في تحقيق 

RMSE  من النطاق الكلي(، مما يدل على دقة تنبؤ عالية بفروق ضئيلة  %5.27) 0.0227بلغت
 %74.66، أي أنه يفسر حوالي 0.7466قيمة  R²والحقيقية. كما سجل معامل التحديد  بين القيم المتنبأة

، البيانات المتعددة الأبعاد )استخدام المعالج تحليل من التباين في البيانات، وهو أداء جيد في سياق
 وبهدف الكشف عن العلاقات الكامنة وراء هذا الذاكرة، عرض النطاق الترددي، وعدد الاتصالات(.

 Featureمستقل في ناتج النموذج عبر مقياس أهمية المتغيرات )الأداء، تم تقييم مساهمة كل متغير 
Importance) مجموعة البيانات المستخدمة في هذهفي  لفهم مدى تأثير كل ميزة على زمن الاستجابة 

ح كان كما هو موض على وقت الاستجابة موارد النظام الأربعة، وقد أظهرت النتائج أنَ تأثير الدراسة
 في الشكل التالي:

 
 ( أهمية المتغيرات في نموذج الغابة العشوائية.3الشكل )

تنفيذ برنامج بايثون على كل خادم يقوم بجمع وحساب إحصائيات الخادم )عرض النطاق  تم ا  ثاني
رسالها إلى وحدة  Psutilباستخدام أداة  الترددي، عدد الاتصالات، استخدام الذاكرة، استخدام المعالج( وا 

)وهي الطريقة المتبعة في  UDP Socketبشكل مستمر كل خمس ثوانٍ عن طريق  POXالتحكم 
بعد ذلك،  تحقيقها(. وتمعلماً أن الأكواد غير موجودة  [29]جمع إحصائيات الخادم في الدراسة رقم 
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مة تحوي إحصائيات معالجة هذه الرزمة كرز  يتم UDP Packetعندما تقوم وحدة التحكم باستقبال 
هي عناوين  dictionaryلهذا  dictionary ،Keysتخزين إحصائيات الخوادم ضمن  تمالخادم، لقد 

IP  الخاصة بالخوادم أما قيمة كلkey .هي قاموس داخلي يحتوي إحصائيات الخادم 
اف تغير في اكتش يتم التحقق مما إذا كانت بيانات الخادم قد تغيَرت مقارنة بالقيم السابقة وعند ثالثا  

هذه البيانات إلى نموذج التعلم  بعد ذلك يتم تمرير، NumPyبيانات الخادم، يتم تحويلها إلى مصفوفة 
 IPالآلي الذي تم استيراده لتقدير زمن الاستجابة المتوقع لكل خادم، ثمَ يتم تخزين النتائج وربط كل 

 يانتنبؤ لا يتجاوز بضعة مللي ثو الزمن وهنا لابدّ من الإشارة إلى أنّ  خادم بزمن الاستجابة المتوقع.
التنبؤ بشكل  ييجر و  ،(10شجرة، عمق  30) صغير نسبياً كون حجم النموذج  في الظروف العادية

ثوانٍ عند استلام إحصائيات الخوادم، ويُخزَّن لاستخدامه لاحقاً. أما قرار اختيار الخادم  5دوري كل 
م فوراً عند وصول رزمة من العميل باستخدام آخر التنبؤات المخزنة، حيث يبلغ متوسط زمن الأمثل فيت
م دورياً عند التنبؤ يت ،النظام يفصل بين التنبؤ الدوري والقرار الفوريف ،مللي ثانية 0.08 هذا القرار

يتأثر بزمن  لاو  خزنةاستلام الإحصائيات، والقرار يتم فوراً عند وصول الرزم باستخدام آخر التنبؤات الم
 التنبؤ.

سبق، عندما تأتي رزمة إلى موازن الحمل يتم اختيار الخادم ذو زمن الاستجابة الأقل وفقاً  بناءً على ما
 للتالي:

where I=1, 2… n    ))(I)Best_server= Min(response_time(server 

يوضح الشكلان التاليان مراحل عمل الخوارزمية: الأول مخطط صندوقي للتسلسل العام، والثاني 
Pseudo-code للتفاصيل التنفيذية:

 
 .المقترحة مراحل تطوير الخوارزمية (4)الشكل       
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ALGORITHM : استجابة زمن توجيه الرزم إلى الخادم الأقل   
BEGIN 

//واحدة( ====: التهيئة )مرة 1==== المرحلة   
    dataset ← generateDataset  ()  
    model ← train (RandomForest, dataset) 
    save (model, "model.pkl") 
    load (model, POX_Controller) 
     
    predictions ← {}  // Dictionary: {server_IP: زمن الاستجابة} 

//ثوانٍ( ==== 5: تنبؤ دوري )كل 2==== المرحلة   
    PROCEDURE PeriodicPrediction)( 
        WHILE systemRunning DO 
           stats_dict ← POX.receiveStatsFromServers //  الخوادم ترسل

       الإحصائيات، المتحكم يستلم هذه الإحصائيات 
     FOR EACH (server_ip, server_stats) IN stats_dict.items() DO 

                IF server_stats.changed() THEN  
                    input ← convertToNumpy(server_stats)   // [[CPU, Memory, 
Conn, BW]] 
                    result ← model.predict(input) //     تقدير زمن الاستجابة      
                    predictions[server_ip] ← result             // Dictionary      تحديث
 القيمة بالـ
                END IF 
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           END FOR 
         END WHILE 
    END PROCEDURE 

//: قرار فوري )عند وصول رزمة من العميل( ====3==== المرحلة   
    PROCEDURE OnPacketArrival(packet) 
        bestServer ← min(predictions, key=predictions.get)     // Dictionary    
 أقل قيمة بالـ
        forward(packet, bestServer) //             توجيه فوري                
    END PROCEDURE 
END 

 .المقترحة لخوارزميةل Pseudo-code( 5)الشكل       

 طوبولوجيا الختبار والخوارزميات المُقارن معها 2-8
تم إنشاؤها باستخدام محاكي  SDNاستخدام طوبولوجيا تم لاختبار أداء الخوارزمية المقترحة وفعاليتها 

Mininet  عن طريق برنامج نصي مكتوب بلغةpython  مؤلفة من وحدة تحكمPOX  تعمل كموازن
وثلاثة أجهزة مضيفة تعمل كخوادم ويب وعدد من الأجهزة المضيفة التي  OpenFlowللحمل ومبدل 

 تعمل كعملاء كما في الشكل التالي:

 
 طوبولوجيا الاختبار. (6)الشكل 
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 [23] المبررات لاختيار هذه الطوبولوجيا هي أنها الطوبولوجيا المستخدمة في أكثرية الدراسات السابقة
اشرة بالخوادم فهو المبدل الذي سيستقبل قواعد موازنة التدفق من يهم هو المبدل المتصل مب لأنه ما

 [30]وحدة التحكم ويقوم بناءً على هذه القواعد بتوزيع الطلبات بين الخوادم، وقد ذكرت إحدى الدراسات 
الذي لا يتجاوز   +HP Aruba 2920 24G PoEهو المبدل عالي الجودة OpenFlow وجود مبدل

 بتوصيل جيجابت في الثانية ويسمح 128دولار أمريكي، وله معدل نقل يبلغ حوالي  1200.002سعره 
، لكن هذا المبدل توقف الدعم الفني له لكن يوجد بدائل حديثة له توفر أداء عالي خادمًا 20أكثر من 

 أيضاً.

تفوق على يمكن أن ت ةالديناميكيالخوارزميات وانطلاقاً من استنتاجات الدراسات السابقة والتي أكدت أن 
روف شبكة في ظ التجاربالثابتة عندما تكون ظروف الشبكة متغيرة قمنا بتنفيذ عدد من  تالخوارزميا
 العمل المقترح مع الخوارزميات التالية: ومقارنةمتغيرة 

 Traditional Least Response ]13[ 

سال وحدة بالاعتماد على إر  بطريقة تقليدية وقت الاستجابةقياس تعتمد على هي خوارزمية ديناميكية 
بفاصل زمني معين وتسجيل وقت الإرسال ثم انتظار الرد من الخادم وتسجيل  packet outالتحكم لرزم 
 اختيار الخادم صاحب أقل زمن استجابة.يتم ، بعد ذلك [13] وقت الاستلام

 Least Bandwidth ]30[ [31] 

على الشبكة ( Traffic) الذي يستهلك أقل قدر من المرورهي خوارزمية ديناميكية، تقوم باختيار الخادم 
تم الحصول على عرض النطاق الترددي للخوادم عن طريق إرسال وحدة  .للاستجابة للطلب التالي

 ثوانٍ.  5إحصائيات التدفق إلى المبدل كل  التحكم لطلب
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 Round Robin [30] [31] 

هي خوارزمية ثابتة تعتمد على توزيع الطلبات بشكل دوري بين الخوادم، بحيث يتم إرسال كل طلب 
 جديد إلى الخادم التالي في القائمة، ثم تعود إلى البداية بعد الوصول إلى آخر خادم.

 Naïve Bayes [22] 

السابقة  خوارزميات الثلاثإلى جانب المقارنة الأساسية التي سيتم إجراؤها بين الخوارزمية المقترحة وال
 السيناريوهاتضمن جميع  Naïve Bayesسنقوم بتنفيذ مقارنة إضافية مع خوارزمية تعلم آلي وهي 

المطبقة وذلك بهدف تقييم أداء النموذج المقترح ضمن سياق خوارزميات الذكاء الاصطناعي المستخدمة 
تناولت  [22]بناء على دراسة سابقة  Naïve Bayesسابقاً في المجال ذاته. تم اختيار خوارزمية 

ة ، سبب اختيار هذه الخوارزميباستخدام تقنيات التعلم الآلي SDNموضوع توزيع الأحمال ضمن شبكات 
مجموعة البيانات التي اعتمدت عليها ولكنها لم توفر الكود البرمجي المستخدم وفرت تلك الدراسة  هو أنَ 

من الصفر، بالاعتماد على  Naïve Bayesإعادة بناء خوارزمية  تمفي تنفيذ النموذج. وبناءً عليه، 
الخطوات المنهجية الموضحة في مخطط التدفق الخاص بالدراسة لضمان توافق النموذج المعاد تنفيذه 

مية ولابدّ من الذكر أن خوارز . مع المنطق الذي اعتمدته تلك الدراسة وتحقيق أعلى درجة ممكنة من الدقة
Naïve Bayes واحدة من أهم خوارزميات التعلم الآلي المستخدمة في مهام التصنيف، تستند إلى  هي

مبرهنة بايز وتُستخدم لتوقع تصنيف عنصر معين بناءً على مجموعة من الميزات كما تمتاز ببساطتها 
 .[32]وسرعتها ودقتها 

 تحقيق العملي والتجاربال 3-8
ة من كما تم قياس مجموع ،تنفيذ عدد من السيناريوهات في ظروف شبكة متغيرة تم ،سابقاً كر ذُ  كما

عدد  حيث شملت Siegeأداة وهي المعاملات الناتجة عن  واعتمادها في جميع التجارب المعاملات
تم قد و  ،وقت أطول مناقلةو المناقلات الناجحة، وقت الاستجابة، عدد المناقلات لكل ثانية، الإنتاجية، 

 هذه السيناريوهات على النحو التالي:تنفيذ 
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 السيناريو الأول 8-3-1
إلى  Siegeعبر أداة  HTTP، وتم توليد حمل في المواصفات تم استخدام ثلاثة خوادم ويب متماثلة

مستخدمًا متزامنًا، مع توجيه حمل إضافي إلى الخادم الثاني فقط )ملف  15موازن الحمل لمدة دقيقتين بـ 
لعكس الحالة التي يكون فيها الضغط على الخادم ناتج بشكل  15بعدد مستخدمين متزامنين  كبير الحجم

( لخلق بيئة ديناميكية تختبر قدرة رئيسي عن حجم البيانات المنقولة أكثر من عدد الاتصالات
م ( باستخداHTTPالخوارزميات على التكيف مع التغيرات. كما تم توليد حركة مرور شبكية متنوعة )غير 

أُعيد ، لمحاكاة بيئة شبكة واقعية. TCPعبر  Video Streamingو FTPتحاكي أنماط  D-ITGأداة 
 كل خوارزمية، وحُسِب متوسط النتائج ورُسمت المخططات الموافقة.من أجل  سيناريو خمس مراتتنفيذ ال

 المقارنة مع الخوارزميات التقليدية -أ
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 .في السيناريو الأول المقارنة مع الخوارزميات التقليدية (7الشكل )

من النتائج السابقة نلاحظ تفوق أداء الخوارزمية المقترحة على الخوارزميات الأخرى من حيث كل 
 البارامترات المقاسة.

 Naïve Bayesخوارزمية المقارنة مع  -ب
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 .في السيناريو الأول Naïve Bayesالمقارنة مع خوارزمية  (8)الشكل 

من حيث  Naïve Bayesتفوق الخوارزمية المقترحة على خوارزمية  من النتائج السابقة نلاحظ أيضاً 
 كل البارامترات المقاسة.

 السيناريو الثاني 8-3-2
تم تطبيق نفس السيناريو الأول تماما مع تغيير طبيعة الحمل الإضافي الموجه إلى المخدم الثاني حيث 

اتصال. وعلى الرغم من أنّ  100تم استخدام ملف بحجم أصغر ولكن مع عدد اتصالات أكبر بلغ 
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لى زيادة اتصال أدت إ 100أصغر، إلا أنّ زيادة عدد الاتصالات إلى  السيناريوهذا حجم الملف في 
، فبزيادة عدد الاتصالات زاد إجمالي البيانات المنقولة وعدد %46الحمل على المخدم الثاني بحوالي 

 يؤدي إلى استهلاك أكبر لموارد الطلبات التي يجب على الخادم معالجتها في الوقت نفسه وهذا ما
النظام  سيناريو أكثر ضغطاً علىالخادم نتيجة إدارة عدد كبير من الجلسات المتزامنة، لذلك يعتبر هذا ال

المار عبر السويتش وبالتالي زيادة استهلاك موارد الشبكة وحدوث  المروروالشبكة ككل بسبب زيادة حجم 
نُفِّذ السيناريو خمس مرات لكل خوارزمية، وحُسِب متوسط النتائج ورُسمت  ضغط على البنية التحتية.

 المخططات الموافقة.

 ات التقليديةالمقارنة مع الخوارزمي

 
 ( المقارنة مع الخوارزميات التقليدية في السيناريو الثاني.9الشكل ) 
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في هذا السيناريو أيضاً نلاحظ تفوق الخوارزمية المقترحة على الخوارزميات الثلاث الأخرى من حيث 
 كل البارامترات المقاسة.

 Naïve Bayesالمقارنة مع خوارزمية  -أ

 
 في السيناريو الثاني. Naïve Bayesالمقارنة مع خوارزمية  (10)الشكل 

من  Naïve Bayesالخوارزمية المقترحة على خوارزمية  هنا تفوقمن النتائج السابقة نلاحظ أيضاً 
 حيث كل البارامترات المقاسة.
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  السيناريوهين الأول والثانيتحليل وخلاصة 

ي شبكية ديناميكية ومتعددة الاستخدامات، تم اختبارها فللتأكد من جاهزية الخوارزمية للعمل في بيئات 
 لتقليديةا ظروف غير مثالية تحتوي مصادر متعددة للمرور. أظهرت النتائج تفوقها على الخوارزميات
طاعت استالأخرى بفضل مراعاتها لعدة متغيرات رئيسية بدلًا من التركيز على عامل واحد، حيث 

مع العلاقات غير الخطية والمعقدة بين الموارد، مما أدى إلى توقعات  التعلم الآلي التعامل باستخدام
التي  Naïve Bayesدقيقة لزمن الاستجابة وقرارات أكثر كفاءة. بالمقابل، تفوقت أيضاً على خوارزمية 

اكتفت بتحليل حالة الخادم من خلال مؤشرات داخلية محدودة )استخدام المعالج والذاكرة والقرص( دون 
ضل شمولية بفتتفوق عليها الخوارزمية المقترحة  لوهذا ما جع بعين الاعتبار العوامل الشبكية؛الأخذ 

 .المدخلات ومرونة النموذج وقدرته على التقاط العلاقات غير الخطية بين المتغيرات

 توسيع نطاق التجارب للتحقق من فعالية النموذج 

مما أعطى تصوراً أولياَ عن أداء الخوارزمية،  مخدمات فقط، ثلاثالتجارب على  تم إجراءفي البداية 
توسيع نطاق م تلكن لضمان موثوقية النتائج وتقييم قدرتها على التكيف مع بيئات تشغيل مختلفة، 

لثبات كان أداء الخوارزمية يتمتع با إذاالاختبار ليشمل خمس مخدمات. هذا التوسع يتيح لنا التأكد فيما 
س مرتبطاً ببيئة محددة لتعزيز قابليتها للتطبيق العملي في سيناريوهات والدقة عبر أنظمة متعددة ولي

 واقعية.

 الثالثالسيناريو  8-3-3
 تطبيق نفس السيناريو الأول تماماً لكن باستخدام خمس مخدمات ويب.تم 

 المقارنة مع الخوارزميات التقليدية -أ
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 .الثالثالخوارزميات التقليدية في السيناريو  ( المقارنة مع9) الشكل

مما سبق نلاحظ أنه بزيادة عدد المخدمات إلى خمسة بقيت الخوارزمية المقترحة تقدم نتائج أفضل من 
 .الخوارزميات التقليدية المُقارن معها

 Naïve Bayesالمقارنة مع خوارزمية  -ب



 باستخدام التعلم الآلي الشبكات المعرفة برمجيا  تطوير خوارزمية لموازنة حمل الخوادم في بيئة 

 

92 
 

 
 .الثالثفي السيناريو  Naïve Bayes( المقارنة مع خوارزمية 10) الشكل

 Naïve Bayesسبق نلاحظ أيضاً أن الخوارزمية المقترحة حافظت على تفوقها على خوارزمية  مما
 بزيادة عدد المخدمات إلى خمسة.

 الرابعالسيناريو  8-3-4
 تماماً لكن باستخدام خمس مخدمات ويب. الثانيتطبيق نفس السيناريو  تم

 المقارنة مع الخوارزميات التقليدية -أ
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 .الرابع( المقارنة مع الخوارزميات التقليدية في السيناريو 11الشكل )

في هذا السيناريو أيضاً نلاحظ تفوق الخوارزمية المقترحة على بقية الخوارزميات التقليدية بزيادة عدد 
 المخدمات إلى خمسة.

 Naïve Bayesالمقارنة مع  -ب
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 .رابعفي السيناريو ال Naïve Bayes( المقارنة مع خوارزمية 12) الشكل

 .Naïve Bayesالخوارزمية المقترحة على خوارزمية  تأيضاً في هذا السيناريو تفوق

 سيناريوهين الثالث والرابعتحليل وخلاصة ال 

تعتمد الخوارزمية المقترحة على آلية تنبؤية ذات تكلفة حسابية ثابتة وجمع لإحصائيات المخدمات، مما 
بكي مرتفعاً، شاليجعلها عرضة لتأثير الحمل الناتج عن التوسع. في السيناريو الثالث، لم يكن الحمل 

ضل. أما زاً، لكنها بقيت الأففكانت الفائدة من زيادة المخدمات إلى خمسة محدودة وأثر التكلفة أكثر برو 
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في السيناريو الرابع، فإن الشبكة كانت تحت ضغط عالٍ، فتجاوزت فائدة التوزيع الذكي تكلفة القرار 
وتحسن الأداء بزيادة المخدمات. أظهرت الخوارزميات التقليدية تحسناً ملحوظاً عند الانتقال من ثلاث 

ي إدارة ف هي الأفضلالخوارزمية المقترحة بقيت إلى خمس مخدمات بفضل حساباتها المحلية، لكن 
بشكل ملحوظ على خمسة خوادم  Naïve Bayesء ، تحسن أداNaïve Bayesالأحمال. بالمقارنة مع 

. مع ذلك، تأثر بحمل الإحصائيات الإضافيالبفضل بساطتها الحسابية وتكيفها مع البيئة الموسعة دون 
ات بفضل قدرة الغابة العشوائية على التعامل مع البيانعليها حافظت الخوارزمية المقترحة على تفوقها 

تقراراً ، مما يتيح نتائج أكثر اسودمجها بطريقة فعالة عبر مجموعة من الأشجار التنبؤيةمتعددة الأبعاد 
 وواقعية حتى في ظل بيئة تشغيل معقدة.

 لتحليل الإحصائي للنتائج السابقةا .9
بشكل علمي موثوق، تم إجراء تحليل إحصائي شامل على النتائج لإثبات تفوق الخوارزمية المقترحة 

التجريبية المستخرجة من تنفيذ السيناريوهات الأربعة. تم اختيار مؤشري الأداء الأكثر أهمية في تقييم 
 (،Throughput( والإنتاجية )Response Timeأنظمة موازنة الحمل، وهما: زمن الاستجابة )

 .عة الأخرىالخوارزمية المقترحة والخوارزميات الأربللمقارنة الإحصائية بين 
وجود تأثير رئيسي معنوي للخوارزمية على  [33]( Two-way ANOVAأظهر تحليل التباين الثنائي )

 F(4,80) = 294.76 ،p( وعلى الإنتاجية )F(4,80) =178.86 ،p < 0.001زمن الاستجابة )
 > pلخوارزمية والسيناريو في كلا المؤشرين )(، مع وجود تأثير تفاعلي معنوي بين ا0.001 >

والاختبار  Tukey HSD) [34](. وأكد التحليل اللاحق بطريقة توكي للمقارنات المتعددة )0.001
أن الخوارزمية المقترحة حققت أداءً متفوقاً  [35] (Independent Samples t-testالتائي المستقل )

بشكل إحصائي معنوي على جميع الخوارزميات المقارنة في كلا المؤشرين. في زمن الاستجابة، سجلت 
ثانية، متفوقةً على ثاني أفضل خوارزمية  0.0132±  0.1150أقل متوسط بلغ  الخوارزمية المقترحة

TRT  وكانت جميع الفروقات مع%59بنسبة ،( نويةp < 0.001 وفي الإنتاجية، سجلت .) الخوارزمية
، %29بنسبة  LB، متفوقةً على ثاني أفضل خوارزمية 1.81±  82.04أعلى متوسط بلغ  المقترحة
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موضح في الجداول  ة(. تفصيل الإحصائيات الكاملp < 0.001وكانت جميع الفروقات معنوية )
 التالية.

 مقارنة زمن الاستجابة( 1)الجدول 

 الخوارزمية
الانحراف ± المتوسط 

 المعياري
 الترتيب

Proposed Algorithm 0.1150  ±0.0132 1 

Traditional Response 
Time 

0.2800  ±0.0720 2 

Least Bandwidth 0.2825  ±0.0961 3 

Naive Bayes 0.4590  ±0.1542 4 

Round Robin 0.4770  ±0.1764 5 

 

 مقارنة الإنتاجية( 2) جدولال

 الخوارزمية
الانحراف ± المتوسط 

 المعياري
 الترتيب

Proposed Algorithm 82.04  ±1.81  1 

Least Bandwidth 63.69  ±9.01  2 

Traditional Response 
Time 

62.91  ±7.77  3 

Round Robin 50.93  ±10.74  4 

Naive Bayes 50.60  ±9.31  5 

 

 الاستجابةزمن  —الإحصائيات التفصيلية   (3) جدولال

-Tukey HSD (p المقارنة
adj) 

t-test (t) t-test 
(p) 

فرق 
 المتوسطات

CI95% 

PA vs 
TRT 

0.0002 −10.08  <0.001 −0.1650 [−0.197, 
−0.133] 

PA vs 
LB 

0.0002 −7.72  <0.001 −0.1675 [−0.210, 
−0.125] 

PA vs 
NB 

 <0.001 −9.94  <0.001 −0.3440 [−0.412, 
−0.276] 

PA vs 
RR 

 <0.001 −9.15  <0.001 −0.3620 [−0.440, 
−0.285] 
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 الإنتاجية —الإحصائيات التفصيلية ( 4)جدول ال

 المقارنة
Tukey HSD (p-

adj) 
t-test (t) 

t-test 
(p) 

فرق 
 المتوسطات

CI95% 

PA vs 
LB 

 <0.001 8.93  <0.001 18.34 
[14.32, 
22.37] 

PA vs 
TRT 

 <0.001 10.72  <0.001 19.12 
[15.63, 
22.62] 

PA vs 
RR 

 <0.001 12.78  <0.001 31.11 
[26.34, 
35.88] 

PA vs 
NB 

 <0.001 14.83  <0.001 31.44 
[27.28, 
35.59] 

 
متوسطات مؤشري الأداء )زمن الاستجابة والإنتاجية( مع الانحراف المعياري لكل  2و 1الجداول ظهر تُ 

الاستجابة والأعلى في الإنتاجية تشيران إلى الأداء الأمثل. أما خوارزمية، حيث القيمة الأقل في زمن 
والخوارزميات  فيُفصّلان النتائج الإحصائية للمقارنات الثنائية بين الخوارزمية المقترحة 4و 3الجداول 
 ، مع فترات الثقة(Tukey HSD) وطريقة توكي (t-test) باستخدام الاختبار التائي المستقل الأخرى

%95 (CI95%). جميع القيم p < 0.001 وفترات الثقة لا تشمل الصفر، مما يؤكد أن تفوق 
 .على جميع الخوارزميات إحصائياً معنوي ومؤكد في كلا المؤشرين الخوارزمية المقترحة

 خاتمةلا .10
أظهرت هذه الدراسة فعالية استخدام تقنيات التعلم الآلي في تحسين أداء موازنة حمل الخوادم ضمن 

، من خلال التنبؤ بزمن استجابة الخوادم بناءً على مؤشرات الأداء الشبكات المعرفة بالبرمجياتبيئة 
الفعلية، فقد أثبتت الخوارزمية المقترحة قدرتها على تحقيق توزيع أكثر فعالية للحمل مقارنةً بالخوارزميات 

بكات خاصة ف في إدارة موارد الشالأخرى. تفتح هذه النتائج آفاقاً واعدة لتطوير حلول ذكية وقابلة للتكي
 في البيئات الديناميكية والمعقدة.
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