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في  عصبونيةال اتشبكاللتخمين القناة باستخدام  تطوير تقنية
 Cell-Free Massive MIMOأنظمة

 الميكانيكية الهندسة كلية -حمص  جامعة -هندسة اتصالات  –طالب دكتوراه م. علي جحى: 
 .والاتصالات الإلكترونيات هندسة قسم -والكهربائية 

 هندسة قسم -والكهربائية  الميكانيكية الهندسة كلية -حمص  جامعة –: أستاذ إسبر ابرهيمد.م 
 .والاتصالات الإلكترونيات

 قسم -والكهربائية  الميكانيكية الهندسة كلية -حمص  جامعة -: مدرس د.م مازن يوسف
 .والاتصالات الإلكترونيات هندسة

 :ملخصال

أنظمة الاتصال ( في Channel Estimationإلى تطوير تقنية لتخمين القناة )يهدف هذا البحث 
 Neural( باستخدام الشبكات العصبونية )Cell-Free Massive MIMOالخالية من الخلايا )

Networks( ومقارنتها مع التقنيات التقليدية مثل المربعات الصغرى ،)Least Squares - LS )
 (.Minimum Mean Square Error - MMSE)حد الأدنى لمتوسط مربع الخطأ الو 

( مع Rayleigh fadingنموذج قناة يعتمد على خفوت رايلي ) تتضمنة محاكاة واقعية تم إنشاء بيئ
وفق نموذج الانتشار بالاعتبار ( Shadowing( والظلال )Path Lossفقد المسار )كل من  أخذ

للحد من  (Orthogonal Pilots) تم استخدام رموز دليلية متعامدة. كما 3GPP هيكليةالمعتمد في 
 Feedforward Neural) تصميم شبكة عصبونية أماميةب قمناحيث التداخل بين المستخدمين. 

Network) 51200عقدة على التوالي، مع حجم إدخال يبلغ  128و  64مكونة من طبقتين مخفيتين ب ـ 
 800حامل فرعي(. تم تدريب الشبكة باستخدام  64× نقطة وصول  40× مستخدم  20ميزة )ناتج من 

 .اختبار %10تحقق، و %10تدريب،  %80عينة تدريب، مع تقسيم البيانات بنسبة 

 MMSEو  LS تقنيتيعلى  كبيرا   أظهرت نتائج البحث أن الشبكة العصبونية المقترحة حققت تفوقا  
وتميزت بمنحنى  NMSE للخطأ المربع الأصغري المسوى ، حيث سجلت أقل قيمSNRعبر جميع قيم 
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أفضل ضد الضجيج. كما حافظت الشبكة المقترحة  قاومةأكثر استقامة وانحدار أقل، مما يدل على م
هذه النتائج وتؤكد  ،SNRتتسع مع زيادة  ء، مع فجوة أداSE على تفوقها من حيث الكفاءة الطيفية

 4ت عملية التدريب استغرق .CFMMجدوى استخدام الشبكات العصبونية في تخمين القناة لأنظمة 
 .د الأمثلالح إلى الوصول إلى يشير( 10x6.5-10) ثانية فقط، مع تدرج نهائي صغير جدا   15دقائق و

إلى أن دمج تقنيات الذكاء الاصطناعي في تخمين القناة هو نهج واعد لتحسين أداء  البحث تشير نتائج
 في ظروف التشغيل الصعبة التي تتطلب دقة عالية. ة  شبكات الجيل الخامس وما بعده، خاص

 :كلمات مفتاحية

الخطأ المربع الأصغري  العصبونية،الشبكات  القناة،، تخمين Cell-Free Massive MIMOنظام 
 .NMSE المسوى
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Abstract: 

This research aims to develop a technique for channel estimation in cell-free 
massive MIMO (CFMM) communication systems using neural networks, and 
to compare it with traditional techniques such as least squares (LS) and 
minimum mean square error (MMSE). 

A realistic simulation environment was created, incorporating a Rayleigh 

fading channel model that considered both path loss and shadowing, in 

accordance with the 3GPP diffusion model. Orthogonal pilots were also 

employed to minimize user interference. A feedforward neural network was 

designed with two hidden layers of 64 and 128 nodes, respectively, with an 

input size of 51,200 features (resulting from 20 users × 40 access points × 64 

subcarriers). The network was trained using 800 training samples, with the data 

divided into 80% training, 10% validation, and 10% testing. 

The research results showed that the proposed neural network significantly 

outperformed both LS and MMSE techniques across all SNR values, 

exhibiting the lowest NMSE values and a straighter, less steep curve, 

indicating better noise resistance. The proposed network also maintained its 
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superior spectral efficiency, with a performance gap that widened as the SNR 

increased. These results confirm the feasibility of using neural networks for 

channel estimation in CFMM systems. The training process took only 4 

minutes and 15 seconds, with a very small final gradient (6.5 × 10⁻¹⁻) 

indicating optimality. 

The research results indicate that integrating artificial intelligence techniques 

into channel estimation is a promising approach to improving the performance 

of 5G and beyond networks, especially in challenging operating conditions that 

require high accuracy. 

Key words:  

Cell-Free Massive MIMO, Channel Estimation, Neural Networks, Normalized 

Mean Square Error (NMSE). 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 سلسلة العلوم الهندسية الميكانيكية والكهربائية والمعلوماتية                     مجلة جامعة حمص       

 يوسفن مازد.      إبراهيمإسبر جحى    د. م. علي                          2026عام  7العدد   48المجلد 

145 
 

 

 

 

 

 المقدمة -1

 الاعتماد تم حيثالاتصالات اللاسلكية،  تقنيات في ا  كبير  ا  تطور القليلة الماضية  شهدت السنوات   
  .ياناتعلى الب الطلب المتزايدلتلبية النقالة لاسلكية على شبكات الاتصالات ال أساسي بشكل  

 ا  باسمعرفت تجاريو  ،العشرين الثمانينيات من القرنفي بداية  النقالةظهرت أنظمة الاتصالات وقد 
 التسعينيات من القرن الماضي،مع بداية و ، فقط الصوت يقدم خدماتكان  ذيالو  (1G) جيل الأولال

بالإضافة إلى الخدمات  والبيانات (SMSالقصيرة ) خدمات الرسائل قدمالجيل الثاني الذي ظهر 
 ،( الذي وفر وصولا  لأنترنت أكثر سرعة3Gوفي مطلع الألفية الجديدة ظهر الجيل الثالث ) ،الصوتية

 Data) معدلات البيانات وفر زيادة كبيرة فيالذي  (4G) الجيل الرابع تم إطلاق 2010وفي عام 
rate) ،المتزايدة متطلبات المستخدمين لتلبي.  

تطبيقات ال العديد من مع ظهورظهر الجيل الخامس من الاتصالات والذي ترافق  ،2020في عام 
 ذات الموثوقية العالية، والاتصالات (IoT) مثل إنترنت الأشياء الحديثة في مجال الاتصالات اللاسلكية

 يالافتراضالواقع و  (Augmented Reality)، والواقع المعزز (URLLC) المنخفض تأخيروزمن ال
(Virtual Reality).  

لتقنيات نظام اهذه ومن أبرز  ،المتزايدة تطوير تقنيات أكثر كفاءة لتلبية هذه المتطلبات إلى دفعمما 
والذي تم اعتماده كتقنية أساسية ضمن  Massive MIMOالهوائيات المتعددة المداخل والمخارج الكثيفة 

 (.5Gأنظمة الجيل الخامس )

 وجود عدد كبير جدا  من الهوائيات بشكل  أساسي على Massive MIMOتعتمد تقنية وكما هو معلوم، 
ؤدي يوهذا ما متزامن،  عدد كبير من المستخدمين بشكل   مما يمكنها من خدمة محطة القاعدةضمن 

 Data) وزيادة في معدل نقل البيانات (Spectral Efficiency) الكفاءة الطيفيةإلى زيادة كبيرة في 
Rate) . 
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 (Inter-Cell Interference) بعض القيود مثل التداخل بين الخلايامن تعاني  التقنيةلكن هذه 
 .[1] (Cell-Edge Users)  وضعف التغطية عند حواف الخلية

ستند إلى بل ي ،نموذج جديد لا يعتمد على مفهوم الخلاياظهرت الحاجة إلى  ،للتغلب على هذه القيودو 
فكرة أن عدد كبير من نقاط الوصول الموزعة ضمن المنطقة المراد تخديمها تتعاون معا  لخدمة كل 

خدمة  تقديمو  كبير نتيجة التعاون بين نقاط الوصول بشكل  مستخدم مما يؤدي إلى تخفيض التداخل 
هوائيات المتعددة ة باسم تقنية الهذه التقني توقد عرف ،للمستخدمين المختلفينومعدلات بيانات عالية جيدة 

( مخططا  عاما  لهذه 1، ويوضح الشكل )(Cell Free Massive MIMOالكثيفة الخالية من الخلايا )
 . [2]التقنية 

 
 Cell-Free Massive MIMO معمارية شبكة نظام الاتصال –( 1الشكل )

الحزمة الأساسية ضمن أنظمة الاتصالات دورا  أساسيا  وهاما  في معالجة تخمين القناة  تلعب عملية
 .لاحقة أفضلالمعالجة ال كانت نتائجكلما  أدقكانت نتائج تخمين القناة  وكلما ،اللاسلكية
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تشكيل الحزمة  مثل اللاحقة عملياتلل أفضل أداء   يوفرمما يعني أن نجاح عملية تخمين القناة 
(Beamforming)، ( وتخصيص المواردResource Allocation لغاء التداخل (، وا 
(Interference Cancellation). من الضروري الحصول على نتائج دقيقة لضمان  فإنه ،وبالتالي

 وجودة خدمة كما هو مرغوب. ةيعمل النظام بالشكل الأمثل والحفاظ على معدلات بيانات عال

 والتعلم العميق (Artificial Intelligence - AI) الذكاء الاصطناعي تمع التطور الكبير في مجالاو 
(Deep Learning)يةية الاصطناعونإمكانية استخدام الشبكات العصب ختبار، بدأ الباحثون في ا 

(Artificial Neural Networks - ANNs) [3]القناة تخمينل . 

 

 (Literature Review) مراجعة الأدبيات -2

  اللاسلكية التقليديةتخمين القناة في الأنظمة  2-1

 تؤثر على أداء نظام الاتصالالتحديات التي  برزأمن  بدقة عالية تخمين القناة يعد نجاح عملية   
 :ة بما في ذلكالمحيط بالعديد من العواملتتأثر  متغيرة القناة اللاسلكية بيئةحيث تعتبر  ، اللاسلكي

  تعدد المسارات(Multipath) :عدة إلى المستقبل عبر  من المرسل الإشارةتصل  عندما
 .مسارات بأطوال مختلفة

 الخفوت (Fading): :خفوت سريع  وله نوعان رئيسيان (Fast Fading)  بطيئخفوت أو 
(Slow Fading). 

 الضجيج (Noise):   يتم افتراضه عادة  من نوع الضجيج الأبيض الغوصي المضاف
(AWGN). 

 التداخل (Interference):   مستخدمين المخصصة للشارات الإعن  رئيسي وينتج بشكل
 .تعمل في نفس المنطقة الجغرافية لاسلكية أخرى أنظمةعن خرين أو الآ

 :، من أبرزهاالمستخدمة لتخمين القناة تقليديةالطرق من ال هناك العديدو 

 المربعات الصغرى تقنية (Least Squares - LS): 
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 يهدف إلى إيجاد أقرب قيمة ممكنة لخصائصأسلوب رياضي بسيط تعرف هذه التقنية بأنها 
 .من خلال تقليل الفرق بين الإشارة المستلمة والإشارة المتوقعة (Channel Gains) القناة

 البساطة وسهولة التنفيذ، لكنها تعاني من ضعف الأداء عند انخفاضوتتميز بشكل  أساسي ب
 .SNR نسبة الِإشارة إلى الضجيج

 مربع الخطأ الحد الأدنى لمتوسط تقنية (Minimum Mean Square Error - 
MMSE): 

القناة اللاسلكية، وتعتبر أكثر دقة من طريقة المربعات  لتخمينمتقدمة تقنية  MMSEتعتبر 
والخصائص الإحصائية  (Noise) الضجيجلأنها تأخذ في الاعتبار تأثير  (LS) الصغرى

 Low) عاليا   يجضجفي البيئات التي يكون فيها مستوى ال وهو ما يصعب تحقيقه خاصة   للقناة
SNR) بدلا  من تضخيمه جيجالض ترشيح، حيث تنجح في. 

 Massive MIMO تخمين القناة في 2-2

 ةعمليتخمين القناة عملية  ت، أصبحMassive MIMO الهوائيات المتعددة الكثيفة مع ظهور أنظمة   
 الكبير دمينالمستخعدد و في محطة القاعدة  للعدد الكبير من الهوائيات نظرا   صعبة ومعقدة بشكل  كبير

 :. وقد تناولت العديد من الدراسات هذا الموضوعتالتعامل معهم في نفس الوقلمطلوب ا

 [4] Marzetta (2010): وضع الأساس النظري لـ Massive MIMO وأوضح أن زيادة ،
إلى أن دقة  ، لكنه أشار أيضا  (Capacity) السعةعدد الهوائيات يؤدي إلى تحسين كبير في 

 .رئيسيا   تخمين القناة تمثل تحديا  

 Ngo et al. (2013) [5]:  أداء خوارزميات هذا المرجعدرس LS وMMSE  أنظمة في 
Massive MIMOتقنية أن ، وأظهر MMSE تقنية على بالأداء تفوقت LS تطلب ت الكنه

 .معرفة مسبقة بإحصائيات القناة

2-3 Cell-Free Massive MIMO وتحديات تخمين القناة: 
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أنظمة  كحل لمشكلات التداخل وضعف التغطية في Cell-Free Massive MIMOظهر مفهوم     
Massive MIMO  .ة عدد كبير من نقاط الوصول عبر منطق النموذج توزيعفي هذا  يتمحيث التقليدية

 ختلفة.الم بين نقاط الوصول وبتنسيقمتزامن  لمستخدمين بشكل  ا تخديمجغرافية واسعة، ويتم 

 Björnson & Sanguinetti (2020) [6] :نظام دراسة شاملة حول هذا البحث قدم 
Cell-Free Massive MIMO ارنة  مق كبيرا  وهاما   ا  أن تخمين القناة يمثل تحدي أشار إلى، و 

للتوزيع الجغرافي الواسع والتداخل المعقد بين  ا  التقليدية، نظر  Massive MIMO ةأنظمب
 .المستخدمين

 Ngo et al. (2017) [7] :التقليدية مثل تقنيات تخمين القناةإلى أن  هذا البحث أشار 
LS وMMSE  قد لا تكون كافية في بيئات Cell-Free Massive MIMO  خصوصا ، 

 .عند وجود عدد كبير من المستخدمين ونقاط الوصول

 تخمين القناةفي  استخدام تقنيات الشبكات العصبونية 2-4

مع التطور الكبير في مجال الذكاء الاصطناعي، بدأ الباحثون في استكشاف إمكانية استخدام    
 . [3]ة لتخمين القنا (DNNs) والشبكات العميقة (ANNs) ية الاصطناعيةونالشبكات العصب

 Ye et al. (2018) [8] :العميقة عصبونيةاستخدام الشبكات ال هذا البحث اقترح (DNN) 
أن هذه الشبكات يمكن أن تحقق أداء   أظهرت النتائج، و OFDM لتخمين القناة في أنظمة

 .MMSEو LS أفضل من

 P. Dong et al. (2019) [9] :ة المطوي العصبونية الشبكات هذا البحث استخدم
(CNNs) أن ت النتائجلتخمين القناة، وأثبت CNNs الخصائص  تعرف علىقادرة على ال

 .فعال المكانية للقناة بشكل  

 [10] Huang et al. (2023): على أنظمة خاص بشكل  التعلم العميق  هذا البحث طبق 

Cell-Free Massive MIMO  جدوى هذا الاتجاه ، مؤكدا. 
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 A. K. Gizzini et al. (2024) [11] :العصبونية استخدام الشبكات هذا البحث درس 
قادرة  RNNs أن ت النتائجلتخمين القناة في بيئات زمنية متغيرة، وأظهر  (RNNs) المتكررة
 .الخصائص الزمنية للقناة عرف علىعلى الت

 (2025)  Sande&[12] Binini  :لتخمين القناة باستخدام  نظاما   هذا البحث قدم

ذا له كبيرا   ، وأظهرت نتائجهم تفوقا  Cell-Free Massive MIMO في أنظمة  DNNشبكة
 قدمت الدراسة حلا  ممتازا  لتقليل زمن التنفيذ، حيث الأنظمة التقليدية مقارنة  معالنظام 

(Inference Time) أثناء مرحلة التشغيل الفوري مقارنة بـ MMSE.  وأثبتت أن الشبكة
 .ة فائقةالذكي للضجيج بفعالية وبسرع الترشيحتستطيع "تعلم" أوزان ثابتة قادرة على محاكاة 

 Simplified)على نماذج قنوات خطية ومبسطة وافتراضية  أنهاهذه الدراسة  لكن عيب
Linear Channel Models) لا تحاكي الواقع العملي. 

 الفجوة البحثية 2-5

م يتم ل عصبونيةعامة للشبكات ال بنىعلى بشكل  أساسي اعتمدت  أن الدراسات المرجعية وجدنا   
تطوير شبكات يعطي الفرصة ل مما .Cell-Free Massive MIMOلبيئة  تصميمها خصيصا  

تأخذ في الاعتبار الخصائص الفريدة لهذه  (Tailored Neural Networks) مخصصة عصبونية
 :الأنظمة، مثل

 العدد الكبير من نقاط الوصول. 

 التوزيع الجغرافي الواسع. 

 ينالتداخل المعقد بين المستخدم. 

  الفرعية الحواملتعدد. 

 مساهمة هذا البحث 2-6

 Cell-Free Massiveتم إنشاؤها لتخمين القناة في أنظمة مطورة،شبكة عصبونية  بحثنا هذا قترحي   
MIMO . العامة، تم تصميم هذه البنية لتتلاءم مع خصائص القناة  عصبونيةعلى خلاف الشبكات الو
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غلب على والتتقديم أداء عال  قدرة على الالفرعية، مما يمنحها  والحواملاللاسلكية متعددة المستخدمين 
 .تأثير الضجيج

 هدف البحث  -3

-Cellتطوير وتقييم طريقة جديدة لتخمين القناة اللاسلكية في أنظمة  للبحث إن الهدف الأساسي   
Free Massive MIMO ، لهدفلهذا ا خصيصا   مصممةخلال تصميم شبكة عصبونية من . 

الطرق ب مقارنة   أفضلية مخصصة يمكن أن تقدم أداء  ونعصب ةشبك تصميموبالتالي فإننا نسعى هنا إلى 
، (MMSE)حد الأدنى لمتوسط مربع الخطأ وتقنية ال (LS) المربعات الصغرى تقنيةالتقليدية مثل 

 .لبيئة الاتصالات اللاسلكية المعقدة العامة التي لم تُصمم خصيصا   عصبونيةالشبكات الو 

 الأهمية العلمية 3-1

القناة يمثل حجر الأساس لجميع عمليات المعالجة اللاحقة  تخمينتكمن أهمية هذا البحث في أن    
في  راجعإلى تبشكل  مباشر يؤدي القناة  تخمينعملية أي خطأ في و  ،في أنظمة الاتصالات اللاسلكية

 .يةكفاءة الطيفاللنظام، سواء من حيث معدل نقل البيانات أو جودة الخدمة أو اأداء 

تعتمد على عدد كبير من نقاط الوصول الموزعة  Cell-Free Massive MIMOوبما أن أنظمة 
 ة جدا  معقد عملية صحيحبشكل   القناة تخمين يعتبر، (عملية المحاكاة نقطة وصول في 40) جغرافيا  
 .نطور طريقة جديدة وفعالة لتخميمن الضروري أن نبالتالي وجدنا أنه بالأنظمة التقليدية. و  مقارنة  

 مالعا الهدف 3-2

-Cell ةفي أنظم شبكة عصبونية مطورة لتخمين القناة  أداء تصميم وتقييم يهدف هذا البحث إلى  
Free Massive MIMOالتقليدية تخمين القناة طرق ، ومقارنتها مع LS  وMMSE  من حيث الأداء

 التالية:يتم ذلك عبر الخطوات التالية و  .والدقة

 Feedforward Neural) تطوير بنية شبكة أمامية: تصميم شبكة عصبونية مخصصة .1
Network)  عقدة على التوالي، مع حجم إدخال  128و  64تحتوي على طبقتين مخفيتين بـ

 .ميزة 51200
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 والحوامل الفرعيةمتعدد المستخدمين  خفوت رايليه استخدام نموذج: توليد بيانات محاكاة واقعية .2
ونموذج انتشار  AWGNف الضجيج الأبيض الغوصي المضا جيج من نوعمع إضافة ض

3GPP لمحاكاة بيئة اتصال عملية. 

 ضةعر تدريب الشبكة العصبونية باستخدام بيانات القناة الميتم  :تدريب وتقييم النموذج .3
والكفاءة  NMSE الخطأ المربع الأصغري المسوى أدائها باستخدام مقياس، وتقييم لضجيجل

 .اختبار %10تحقق،  %10تدريب،  %80 ،عينة 800استخدام ، حيث يتم SEالطيفية 

تقنية و إجراء مقارنة كمية بين أداء الشبكة العصبونية المقترحة  :MMSEو  LS المقارنة مع .4
LS  وMMSE عبر نطاق واسع من قيم SNR  ديسبل 12حتى  0يمتد من. 

، التقليدية اتبين نتائج التقنية المقترحة والتقني في الأداء الاختلافتفسير  :تحليل النتائج .5
 .يظهر تفوق الشبكة العصبونية ومتى

 مواد وطرق البحث -4

، CFMM نظمةأ المنهجية المتبعة في تطوير النموذج المقترح لتخمين القناة في نعرض في هذا القسم   
بيعة البيانات لط الشبكة العصبونيةموذج نواقعية المحاكاة، وملاءمة و ، تمثيل النظاممع التركيز على دقة 

 اللاسلكية. 

ضافة و توليد بيانات القناة، و تشمل هذه المنهجية إعدادات النظام،  تصميم و ، AWGNمن نوع  الضجيجا 
 .SEو الكفاءة الطيفية  NMSE ياسقمكل من ، وتقييم الأداء باستخدام عصبونيةالشبكة ال

 إعدادات النظام والمحاكاة 4-1

ات النظام بما يتوافق مع بارامتر  قمنا بضبط، حيث محاكاة بيئةك MATLAB تم اختيار برنامج   
 :اتتر مباراتشمل هذه ال .Cell-Free Massive MIMO سيناريوهات واقعية لأنظمة

 عدد المستخدمين (numUsers):  عشوائي  بشكل  وزعين ممستخدم مستقل،  20تم اختيار
 .التغطية للشبكة المدروسةضمن منطقة 
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 عدد نقاط الوصول (numAPs):  بحيث نقطة وصول موزعة جغرافيا   40 افتراض وجودتم ،
 نظامال ، كما هو الحال في بنية(cooperative) تعاوني تخدم جميع المستخدمين بشكل  

 .Cell-Free الخالي من الخلايا

  العيناتعدد (numSamples):  عينة مستقلة لكل حالة 800تم توليد SNR لضمان ،
 .تنوع البيانات وتوازنها بين التدريب والاختبار

  الفرعية الحواملعدد (numSubcarriers):  فرعية، لمحاكاة بيئة  حامل 64تم اعتماد
 .OFDM متعددة الترددات كما في أنظمة

 نطاق SNR:  قيمتم اختبار النموذج عبر SNR  2ديسيبل بخطوة  12إلى  0تتراوح من ،
 .عالية الجودةبيئة إلى  الضجيجشديدة  بيئة لتغطية ظروف القناة من

ة ، ومتغير الحواملمتعددة و هذه الإعدادات محاكاة بيئة اتصال واقعية متعددة المستخدمين، تتيح 
( ملخصا  لبارامترات 1ويقدم الجدول ) المقترح،لتقييم أداء النموذج  قويا   ، مما يوفر أساسا  جيجالض

 المحاكاة المعتمدة.

 بارامترات المحاكاة  –( 1الجدول )

 البارامتر القيمة المرجع المعتمد

[Björnson & 
Sanguinetti, 2020] L = 40 عدد نقاط الوصول 

[Björnson & 
Sanguinetti, 2020] 

K = 20 عدد المستخدمين 

[Ye et al., 2018] 64  عدد حواملOFDM الفرعية 

3GPP TR 38.901 
 Rayleighخفوت 

 القناة AWGNضجيج 

 [12 – 0] متبع في الأدبيات الحديثة
نسبة الإشارة إلى الضجيج 

 SNR_dBمقدرة بالديسبل 
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لضمان  تم اختياره تجريبيا  
 800 التقارب

عدد عينات التدريب لتعلم 
 الآلة

3GPP TR 38.901 1000 X 1000  المحاكاةمساحة 
 حول دقة البيانات المولدة واعتمادها

تحت ظروف  Cell-Free Massive MIMO لعدم توفر قواعد بيانات عامة وموثوقة لأنظمة نظرا  
دبيات للنماذج الرياضية المعتمدة في الأ تشغيل متنوعة، اعتمدنا على توليد بيانات محاكاة دقيقة وفقا  

 :التحقق من دقة البيانات المولدة من خلالتم  .(3GPP TR 38.901)العلمية 

 مقارنة إحصائيات القناة )متوسط القدرة، توزيع السعة( مع النماذج النظرية. 

 ( لضمان التمثيل الإحصائي إعدادعينة مستقلة لكل  800استخدام عدد كبير من العينات )

 .الموثوق

 توليد بيانات جديدة لكل قيمة SNR لضمان استقلالية العينات. 

 توليد بيانات القناة 4-2

ثيل القنوات لتم ، وهو النموذج الأكثر شيوعا  هخفوت رايلي تم توليد بيانات القناة باستخدام نموذج   
 .(NLOS) اللاسلكية في بيئات غير خطية

 تم توليد مصفوفة القناة يH عدد نقاط الوصول × عدد المستخدمين × عدد العينات) :بأبعاد 
 × numSamples × numUsers × numAPs)أي  الفرعية(، الحواملعدد  ×

numSubcarriers) بين كل مستخدم وكل نقطة وصول  عقدية، بحيث تمثل كل عينة قناة
 .الفرعية الحواملعبر جميع 

 
 خفوت رايلي القناة باستخدام نموذج بارامتراتتم توليد ي Rayleigh fading حيث يُفترض ،

يمثل الاستجابة بين نقطة وصول ومستخدم  عقديأن كل عنصر في مصفوفة القناة هو عدد 
 وفق توزيع غاوسي مركب بمتوسط العقدييتم توليد هذا العدد و . أحد الحوامل الفرعيةعبر 

ℎ𝑘,𝑚 توليد استجابة القناة  يعبر عنصفر وتباين موحد، و 
(𝑛)

ونقطة الوصول  kبين المستخدم 

m  على الحامل الفرعيn   [13] للمعادلة التالية وفقا: 
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(1 )                               ℎ𝑘,𝑚
(𝑛)

= √
𝛽𝑘,𝑚

2
(𝑥 + 𝑗𝑦) 

 حيث:

 𝛽𝑘,𝑚  بين المستخدم  الخطي فقد المسارعامل يشير إلىk  ونقطة الوصولm. 

 X,Y∼N(0,1)  (1صفر وتباين هما متغيران عشوائيان غاوسيان مستقلان )متوسط. 

عدم وجود خط  مثل بيئة هذا التمثيل الطبيعة الإحصائية للقناة اللاسلكية في بيئات غير خطيةيعكس 
 .(NLOS) نظر

 (Path Loss + Shadowing) نموذج الانتشار

وفق مرجعية  (UMa - Urban Macro) تم اعتماد نموذج الانتشار الخاص بالمناطق الحضرية

3GPP TR 38.901 [14]: 

(2 )                    𝑃𝐿𝑘,𝑚[𝑑𝐵] = 139.5 + 35 . log10(
𝑑𝑘𝑚

1000
) + 𝜑𝑘,𝑚 

 :حيث

 𝑃𝐿𝑘,𝑚 :فقد المسار بين المستخدمk   ونقطة الوصول m .بوحدة ديسبل 
 𝑑𝑘𝑚 المسافة بين المستخدم :k  ونقطة الوصولm .مقدرة بالمتر 
 𝜑𝑘,𝑚 :تأثير الظلال (Shadowing)  ديسبل.  8قدره بانحراف معياري 

 (Linear Path Loss Factor) خطي فقد مسارثم يتم تحويل فقد المسار إلى عامل 

(3 )                                    𝛽𝑘,𝑚 = 10−𝑃𝐿𝑘,𝑚/10 

ضافة  4-3  الضجيجتوليد إشارات التدريب وا 

 رموز دليلية تم توليد إشارات pilot   الإشارات المرجعية التي ، تمثل عشوائية موزعة غاوسيا
 .تُرسل من المستخدمين إلى نقاط الوصول

  بيض مضافأغاوسي  ضجيجتم إدخال (AWGN) ـرموز الدليليةإلى إشارات ال pilot ،
 .المحددة لكل تجربة SNR عبر قيمة جيجبحيث يتم التحكم في مستوى الض
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 على النحو التالي الرموز الدليلية المعرضة للضجيج تم حساب إشارة: 

(4     )                  noisy_pilot = pilot + noise 

  حيث:

                                𝑛𝑜𝑖𝑠𝑒~𝑁(0, 𝜎2)      
𝜎حيث  = 10−𝑆𝑁𝑅/20  الشبكة يضمن هذا الإجراء أن نموذج .بدقة جالضجيلضبط مستوى 
 .، كما هو الحال في الأنظمة العمليةللضجيج معرضةبيانات واقعية  يتعلم من ةيونالعصب

 تحضير بيانات التدريب 4-4

مناسب للتدريب عبر  ( إلى شكل  noisy_pilot) لضجيجل المعرضةالرموز الدليلية تم تحويل بيانات    
 مصفوفة ثنائية الأبعاد. وفق صياغتها إعادة

، (magnitude) مع أخذ القيمة المطلقة فقطإلى الشكل نفسه،  (H) تحويل بيانات القناة الحقيقيةب قمناثم 
 .مباشرة   العقديةلا يتعامل مع القيم  ةيونالعصب الشبكةلأن نموذج  نظرا  

 المعرضةالإشارة  X مثلتكمدخلات ومخرجات للنموذج ، حيث  (X, Y) تم استخدام هذه الأزواج
 .القناة الحقيقية Y وتمثل، لضجيجل

 المقترحةتصميم الشبكة العصبونية  4-5

مخصصة لهذا البحث،  (Feedforward Neural Network) أمامية عصبونيةتم تصميم شبكة    
 .مع طبيعة بيانات القناة اللاسلكية تتوافقبحيث 

 طبقتان مخفيتانتشمل بنية الشبكة العصبونية المقترحة  :البنية (Hidden Layers)  تحتويان
 .تجارب أولية لضبط الأداء عدة عقدة على التوالي، تم اختيارهما بعد 128و 64على 

 دالة التنشي( طActivation Function): تم استخدام دالة ReLU  ،في الطبقات المخفية
 .لقدرتها على تمثيل العلاقات غير الخطية بكفاءة نظرا  

 الخطأمتوسط مربع تم اختيار دالة  :دالة الأداء (MSE) لقياس الفرق بين القناة الحقيقية ،
 .والمخمنة
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 خوارزمية التدريب: Resilient Backpropagation (trainrp) وهي خوارزمية فعالة ،
 .لتسريع التقارب وتقليل مشاكل الانحدار البطيء

 للاختبار، لضمان تقييم شامل  %10للتحقق،  %10للتدريب،  %80 :تقسيم البيانات
 .للنموذج

 Cell-Free Massiveلتخمين القناة في بيئة أداة مصممة خصيصا   يمكن اعتبار هذا التصميم
MIMO. 

 الخوارزميات المرجعية للمقارنة 4-6

 المرجعية LSخوارزمية  4-6-1

للمقارنة، حيث تعتمد على العلاقة الخطية بين  كخوارزمية مرجعية LS تم تنفيذ خوارزمية   
 .pilotـ الإشارة المستقبلة وال

  ون أي ، دبالضجيجالقناة عبر أخذ القيمة المطلقة للإشارة الملوثة  تخمينتم حساب
 .معالجة إضافية

 تم استخدام نفس بيانات الاختبار لتقييم أداء LSمع التقنية  ، لضمان عدالة المقارنة
 .كة العصبونيةبالمعتمدة على الش

 MMSEخوارزمية  4-6-2

 (Minimum Mean Square Error - MMSE)المربع الأدنىتم تنفيذ خوارزمية المتوسط 
من حيث دقة  LS عن خوارزمية كبير نيلأنها تمثل تحس ا  كخوارزمية مرجعية إضافية للمقارنة، نظر

 .التخمين، وذلك على حساب زيادة معقولة في التعقيد الحسابي

ن ، حيث يتم حساب تخميعلى المعرفة المسبقة بإحصائيات القناة والضجيج MMSE تعتمد خوارزمية

 :للعلاقة ا  القناة وفق

(5                           )ℎ̂𝑚𝑚𝑠𝑒 =
1

1+𝜎2
𝑦𝑛𝑜𝑖𝑠𝑦 

 حيث:

 :𝑦𝑛𝑜𝑖𝑠𝑦 الإشارة المستقبلة (الـ pilot) لضجيجل المعرضة. 
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 𝜎2.تشير إلى استطاعة الضجيج : 

 مقاييس الأداء المستخدمة 4-7

 NMSEمقياس الأداء  4-7-1

كمقياس رئيسي لتقييم الأداء، ويُحسب على  (NMSE) استخدام متوسط الخطأ التربيعي النسبيتم    
 :النحو التالي

(6                 )                 𝑁𝑀𝑆𝐸 =
∣∣𝐻̂−𝐻∣∣2

∣∣𝐻∣∣2
 

  :حيث

  تعبر𝐻̂  الناتج عن النموذج العصبي أو تخمين القناةعن LS. 
  تعبر𝐻 عن القناة الحقيقية. 

 SE الكفاءة الطيفية - مقياس الأداء 4-7-2

( لتقييم أداء تقنيات تخمين القناة Spectral Efficiency - SEتم اعتماد مقياس الكفاءة الطيفية )   
كفاءة النظام في استخدام النطاق الترددي المتاح لنقل البيانات،  إلى هذا المقياس شيرالمختلفة، حيث ي
 (.bit/s/Hzويُقاس بوحدة )

 ( والشبكة العصبونية المقترحة وفقا  LSالكفاءة الطيفية لكل من طريقة المربعات الصغرى ) تم حساب
 للعلاقة التالية:

(7 )                     SE = log2(1 +
𝟏

NMSE+ϵ
) [bits/s/Hz] 

 :حيث

 SE الكفاءة الطيفية: تشير إلى (Spectral Efficiency) بوحدة bit/s/Hz. 

 NMSE:  المعياريمتوسط مربع الخطأ (Normalized Mean Square Error)  الذي

 .لكل تقنية تم حسابه مسبقا  

 ϵ :  10−6 (ثابت صغير جدا=ϵ(  تم إضافته لتجنب عملية القسمة على صفر في حال كانت

ا، مما يضمن استقرار الحسابات العددية NMSE قيمة  .صغيرة جد 
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 مع قيمة تتناسب عكسيا   (SINR) التداخل والضجيجهذه العلاقة إلى مبدأ أن نسبة الإشارة إلى تستند 
NMSE .فكلما كانت دقة تخمين القناة أفضل (أي NMSE أصغر)زادت قيمة ، SINR  ،الفعالة

وبالتالي زادت الكفاءة الطيفية للنظام. تم حساب متوسط الكفاءة الطيفية عبر جميع العينات لكل قيمة 
 .إحصائي موثوق للأداء، وذلك للحصول على تمثيل SNR من قيم

 زمن تنفيذ الخوارزمية 4-7-3

في  tocو  ticباستخدام أوامر  LSتم قياس زمن التنفيذ لكل من الشبكة العصبونية وخوارزمية 
MATLAB. 

 النتائج والمناقشة -5

حيث ، MATLABباستخدام برنامج  التي حصلنا عليها نتائج المحاكاة يتم في هذا القسم عرض   
وكما . MMSEوخوارزمية  LS خوارزميةكل من مقارنة  بة المقترح الشبكة العصبونية أداء نموذج نقارن

والكفاءة الطيفية ( (NMSE تم تقييم الأداء باستخدام مقياس متوسط الخطأ التربيعي النسبيذكر سابقا ، ي
SE  الضجيج عبر نطاق واسع من قيم نسبة الإشارة إلى(SNR) تقنية، وذلك بهدف تحليل سلوك كل 

 .تحت ظروف قناة مختلفة
 المقترحة يةونلشبكة العصبامخطط  توليد 5-1

 Feedforward Neural) ية المقترحة، وهي شبكة أماميةونيوضح المخطط بنية الشبكة العصب   
Network) تتكون من ثلاث طبقات رئيسية:  

 طبقة الإدخال 
  طبقتان مخفيتان 
  الإخراجوطبقة  

 .عن عملية المحاكاة ( مخطط الشبكة العصبونية الناتجة2ويظهر الشكل )
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 مخطط الشبكة العصبونية -( 2الشكل )

 (Input Layer) طبقة الإدخال .1

  :المعرضة الرموز الدليلية تستقبل هذه الطبقة إشاراتو  .عنصر 51200حجم الإدخال 
ة إلى يتحويل بيانات القناة العقد هذه الطبقة الهدف منويعتبر  (noisy pilots). جيجلضل

 .يةونشكل عددي يمكن معالجته داخل الشبكة العصب

 (Hidden Layer 1) الطبقة المخفية الأولى .2

  :يتم تطبيق عملية خطية على المدخلات وفق العلاقةو  .64عدد العقد: 

(4           )                     𝑧1 = 𝑊1𝑥 + 𝑏1        
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 .الانحياز شعاع 𝑏1وزان والأ ةمصفوف ، 𝑊1حيث 

  تمرير الناتج عبر دالة تنشيطبعد ذلك يتم(Activation Function)   من نوعReLU والتي ،
هذه الطبقة كمرشح أولي، حيث  وبالتالي يمكن اعتبار .تسمح بتمثيل العلاقات غير الخطية

 .لضجيجل المعرضةتبدأ الشبكة في استخراج الأنماط الإحصائية من البيانات 

 (Hidden Layer 1)الثانية الطبقة المخفية  .3

  :يتم تطبيق عملية خطية على المدخلات وفق العلاقة .128عدد العقد: 

(5        )                      𝑧2 = 𝑊2 𝑥 + 𝑏2 

 .الانحياز شعاع 𝑏2وزان والأ ةصفوفم 𝑊2حيث 

 تمثيل  قدرة أكبر علىالعصبونية هذه الطبقة أعمق وأكبر من الأولى، مما يمنح الشبكة  تكون
ي الأنماط الدقيقة التاستخراج  وبالتالي يمكن لهذه الطبقة .العلاقات المعقدة بين الإشارة والقناة

 .لم تظهر في الطبقة الأولى

 (Output Layer) طبقة الإخراج .4

  :يتم تطبيق عملية خطية و  .عنصر، وهو نفس حجم الإدخال 51200حجم الإخراج
إعادة  هذه الطبقة بشكل  رئيسي إلىدف وته .للقناة 𝐻̂خمين وتنشيط نهائي لإنتاج الت

 𝐻و  𝐻̂، بحيث يكون الفرق بينالمعرضة للضجيجبناء القناة الحقيقية من البيانات 
 .)القناة الحقيقية( أقل ما يمكن

 ة تمثيلالطبقة الثانيبينما تعزز ، جيجمن تأثير الضتقلل الطبقة الأولى وكخلاصة يمكن القول أن 
تفوق الشبكة  إمكانيةيفسر وهو ما  .الطبقة الأخيرة بناء القناةتعيد وتستخرج الخصائص، و  البيانات
خفضة عند القيم المن خاصة  ، SNR في جميع ظروف MMSEو  LS تقنيةكل من  ية علىونالعصب

 .عالية قيم الضجيجحيث تكون 

 توليد مخطط الشبكة العصبونية المقترحة 5-2
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 ( ملخصا  لنتائج تدريب الشبكة العصبونية.3يوضح الشكل )

 
 ملخص نتائج تدريب الشبكة العصبونية –( 3الشكل )

 تفسير نتائج التدريب

 حالة التدريب. 1

 Training finished: Reached maximum number of epoch  عملية هذا يعني أن
( وليس بسبب Epoch 60توقفت لأنها وصلت إلى الحد الأقصى لعدد الأطوار ) التدريب

(. هذه إشارة إيجابية لأنها تعني أن الشبكة استمرت في Validation Failureفشل التحقق )
ق يقحت استمر فيالتعلم طوال فترة التدريب دون توقف مبكر، مما يشير إلى أن النموذج 

 تحسن حتى الأطوار الأخيرة.ال

 (Training Progress)ب تقدم التدري .2
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 Epochs : وقد وصلت الشبكة إلى هذا الحد 60تم ضبط الحد الأقصى لعدد الأطوار على ،
بنجاح. هذا يعني أن الشبكة استخدمت كامل فرص التعلم المتاحة لها، مما يزيد من فرص 

 (.Optimal Solutionوصولها إلى حل أمثل )

 Time :لنموذج بهذا الحجم  مقبولا  جدا   ا  ثانية( يعتبر وقت 15دقائق و  4قت التدريب )و

 :هذا الوقت القصير إلىيشير مليون معامل تدريبي(.  9.84ميزة إدخال،  51200)
o كفاءة خوارزمية التدريب  RProp (Resilient Backpropagation) 
o ( 800حجم بيانات مناسب )عينة تدريب 
o  عقدة( 128و  64بنية شبكة متوازنة )طبقتان مخفيتان بـ 

 Performance :( انخفض الخطأMSE من )7.93إلى  0.0128 ×  بنسبة أي ،⁵⁵10
 :يعني هذا. %99.38 إلى تصل تحسن
o  لضجيج( والمخرجات ل المعرضةالشبكة العلاقة بين المدخلات )الإشارات تعلمت

 .)القناة الحقيقية( بدقة عالية جدا  
o   مما يشير إلى أنالفجوة بين القيمة النهائية والهدف النظري )صفر( صغيرة جدا ، 

 .من الدقة النموذج وصل إلى مرحلة متقدمة جدا  

 Gradient:  6.5إلى  0.161انخفضت قيمة التدرج من ×  تحسن بنسبة أي ،¹⁵⁵10
 Weight) عملية تحسين الأوزان مما يشير إلى أن .%99.999996 إلى تصل

Optimization)   كامل تقريبا   استقرت بشكل. 

 Validation Checks : استمر، مسموح بها 60من أصل  24فحوصات التحقق إلى وصلت 

يشير إلى أن النموذج لم يعاني من  60مع استمرار التدريب حتى  طورا   24التحسن لمدة 

  .(Overfitting) الإفراط في التعلم

 المستخدمةخوارزميات التدريب  .3

 Data Division :  تم تقسيم البيانات عشوائيا (Random dividerand)  ،إلى تدريب، تحقق
 واختبار. 

 Training Algorithm :تم استخدام خوارزميةResilient Backpropagation 
(trainrp)وهي مناسبة للشبكات متوسطة الحجم وتتميز بسرعة التقارب ،. 
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 Performance Function : تم استخدامMean Squared Error (MSE)  كمقياس
 .القناة خمينللأداء، وهو معيار شائع في مشاكل الانحدار وت

 Calculations :باستخدام الحسابات تمت MEX (MATLAB Executable) مما يسرّع ،
 .العمليات الحسابية

 (Training Plots) الرسوم البيانية .4

 :التدريب عملية أثناء التالية رسوم الأساسيةتم الحصول على ال

 Performance Plot :يوضح كيف ينخفض الخطأ عبر الـ epochs. 

 Error Histogram : والمخمنةيبين توزيع الأخطاء بين القناة الحقيقية. 

 Training State :يعرض حالة التدرج، معدل التعلم، وعدد محاولات التحقق. 

 :دورة فقط، حيث 50بعد  ا  وصلت إلى حالة تعلم مثالي نسبي عصبونيةيمكن القول إن الشبكة الوبالتالي، 

   كبير انخفض الخطأ بشكل. 

   استقر التدرج عند قيمة صغيرة جدا. 

  توقفت عملية التدريب عند تحقق معيار التحقق، مما يعني أن النموذج لم يعد يتحسن على
 .إلى أفضل أداء ممكن دون الإفراط في التعلم جالنموذ وصولمؤشر على  ذابيانات جديدة، وه

حققت قد عال، و ف لقناة بشكل  ا أنماطية المقترحة في تعلم ونالشبكة العصب يشير كل ما سبق إلى نجاح
ة في يعزز الثقمما ، مع تجنب الإفراط في التعلم. في وقت قصير نسبيا   (منخفض MSE) أداء  جيدا  

 .Cell-Free Massive MIMO دقيقة للقناة في بيئات تتخميناأن النموذج قادر على تقديم 

 (Performance Plot)مخطط الأداء 

هذا النوع من  يُستخدم( مخطط الأداء الخاص بتدريب الشبكة العصبونية. حيث 4يوضح الشكل )
 .المخططات لتقييم مدى نجاح النموذج في التعلم، ومدى قدرته على التعميم على بيانات جديدة
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طأ ، حيث وصلت إلى الحد الأدنى من الخومستقرا   سريعا   الشبكة العصبونية المقترحة تقاربا  حققت 
(MSE ≈ 0.0011 عند الطور )واستمرت في هذا المستوى دون زيادة أو نقصان حتى الطور 30 ،

60 . 

التعلم  يعدم وجود فروق بين قيم التدريب والتحقق والاختبار يؤكد أن النموذج لم يعاني من الإفراط ف
(Overfitting( وأنه قابل للتعميم )Generalizable  بشكل )  جديدةممتاز على بيانات. 

 
 مخطط الأداء الخاص بتدريب الشبكة العصبونية –( 4الشكل )

 ةيونبالعص الشبكةفإن  ،الضجيج، التي لا تمتلك آلية داخلية للتكيف مع LS بالمقارنة مع خوارزمية
 Cell-Free القناة في أنظمة خمينكبديل فعال لت ا، مما يعزز من جدواهواضحا   ظهر تفوقا  ت ةالمقترح

Massive MIMO. 

 (Training Stateمخطط حالة التدريب )
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 وفحوصات التحقق (Gradient) مخططي التدريب المرتبطين بانحدار التدرج( 5يوضح الشكل )
(Validation Checks).  

 وعدد فحوصات التحقق (Gradient) المرتبطة بكل من قيمة التدرجعند تحليل منحنيات التدريب 
(Validation Checks) ه تعلم النموذج العصبي واستقرار  آليةمؤشرات دقيقة حول  الوصول إلى، يمكن

 أثناء التدريب. 

 
 مخطط حالة التدريب للشبكة العصبونية –( 5الشكل )

في قيمة التدرج خلال أطوار التدريب المختلفة. بدأ التدرج بقيمة  ملحوظا   يظهر منحنى التدرج انخفاضا  
مع تقدم التدريب. عند الوصول إلى الطور  ستمرم ، ثم بدأ في الانخفاض بشكل  0.161ابتدائية مقدارها 

6.4991، بلغت قيمة التدرج 60 ×  .الابتدائية بالقيمة مقارنة   جدا   كبير انخفاض وهو ،10⁵⁵¹

عدد المرات المتتالية التي لم يتحسن فيها أداء النموذج  إلىفحوصات التحقق  مخطط  يشيرفي المقابل، 
 طورا   24يعني أن النموذج توقف عن التحسن لمدة  24على بيانات التحقق. وصول هذا الرقم إلى 
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ت ا، مما يشير بوضوح إلى أن الشبكة وصلت إلى مرحلة التشبع حيث لم يعد بإمكانها تقديم تحسينمتتاليا  
 .إضافية ملحوظة

يلاحظ من الشكل وجود علاقة ارتباط بين انخفاض التدرج وزيادة فحوصات التحقق. مع انخفاض 
حتمال تحقيق ا انخفض، أصبحت التغييرات في الأوزان صغيرة، وبالتالي التدرج إلى قيم صغيرة جدا  
يث تصل مة من التدريب، حطبيعي ومتوقع في المراحل المتقد يعتبر هذاو تحسينات كبيرة في الأداء. 
  .في فضاء الأوزان (Flat Region) الشبكة إلى منطقة مسطحة

 (Error Histogram) ستوغرام للخطأيمخطط اله

حيث ، ةيونبالعص الشبكة أدوات التقييم المستخدمة لتحليل أداء نموذج أحد يُعد مخطط الهستوغرام للخطأ
 والمخرجات المتوقعة (Targets) بين القيم المستهدفة الاختلافاتلفهم توزيع  مهما   مؤشرا  يعد 

(Outputs)  .عبر مجموعات البيانات الثلاث: التدريب، التحقق، والاختبار 

( توزيع أخطاء الشبكة العصبونية المقترحة لمجموعات البيانات الثلاث: التدريب 6يوضح الشكل )
(Training( التحقق ،)Validation( والاختبار ،)Test .)( يمثل المحور الأفقي قيم الخطأError )

(، بينما يمثل المحور Outputs( والقيم المخمنة من قبل الشبكة )Targetsبين القيم الحقيقية للقناة )
(. الخط Bin( التي يقع خطؤها ضمن كل فئة )Number of Samplesالعمودي عدد العينات )

 ( يمثل نقطة الخطأ المثالي. Zero Errorعند قيمة الخطأ صفر ) البرتقاليالعمودي باللون 
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 مخطط الهيستوغرام للخطأ للشبكة العصبونية –( 6الشكل )

يُلاحظ من الرسم البياني أن أكبر تركيز للعينات في جميع المجموعات الثلاث يقع في الفئات الأقرب 
 :إلىذا التمركز الواضح حول الصفر يشير ه .(Zero Error) إلى قيمة الصفر

  تمركز معظم الأخطاء حول الصفر يعني أن القيم المخمنة من قبل  :عالية في التخميندقة
 من القيم الحقيقية للقناة. كلما كان توزيع الأخطاء أكثر تركيزا   ا  دالشبكة العصبونية قريبة ج

 .حول الصفر، كانت دقة التخمين أعلى
 ( عدم وجود انحياز منهجيNo Systematic Bias)متماثل تقريبا   ء بشكل  : توزيع الأخطا 

على جانبي الصفر )أخطاء سالبة وأخطاء موجبة( يشير إلى أن الشبكة لا تميل إلى المبالغة 
 ( بشكل  Underestimation) خمين( أو التقليل من التOverestimation) خمينفي الت

 منهجي. 

 NMSEوفق معيار  مقارنة الأداء بين تقنيات تخمين القناة
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 يةنو أداء الشبكة العصب بين مقارنةحيث توضح النتيجة  عملية المحاكاةنتيجة ( 7يوضح الشكل )
العلاقة بين حيث يوضح  .SNR القناة عبر قيم مختلفة لـ تخمينفي  MMSEو  LSوتقنيتي المقترحة 

 .(NMSE)والخطأ المربع الأصغري المسوى  (SNR) الضجيجنسبة الإشارة إلى 

 
 NMSE وفق معيار مقارنة الأداء بين تقنيات تخمين القناة -( 7الشكل )

 SNR أعلى معدلات الخطأ عند قيم هذه التقنية سجلت :(LS Baseline) المربعات الصغرى تقنية
عند الصفر ديسيبل، ثم ينحدر تدريجيا  لأسفل  (NMSE = 1) العظمىالمنخفضة، حيث يبدأ من القيمة 
بيض وغياب الأ الضجيجالعالية تجاه  (LS) ذلك إلى حساسية خوارزميةمع تحسن جودة الإشارة؛ ويعود 

 .أي معلومات مسبقة عن إحصائيات القناة في بنيتها الرياضية

 رنة  مقا كبيرا  تفوقا  هذه التقنية ظهر ت :(MMSE Baseline)حد الأدنى لمتوسط مربع الخطأ تقنية ال
( عند الصفر 0.5يث يبدأ بقيمة خطأ تقارب )، لاسيما في نطاقات الإشارة الضعيفة، حLSبتقنية 

 Path loss) واسع النطاق خفوتهذا الأداء إلى استغلال الخوارزمية لمعاملات ال ويعودديسيبل. 
and Shadowing  جيجأثر الض لتخفيف. 

يحقق الأداء الأمثل وأقل معدلات خطأ ممتدة على  :(Proposed Deep NN) النموذج المقترح
. ويلاحظ تقارب أداء النموذج التقليدي (MMSE) مخمنكامل نطاق المحاكاة، متفوقا  نسيبا  على 

ديسيبل(، وهو  10العالية )أعلى من  (SNR) تدريجيا  عند مستويات (MMSE) المقترح مع منحنى
 Optimal Linear) الحد الخطي الأمثليمثل  (MMSE) مخمنسلوك متوقع رياضيا  كون 
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Estimator) في نقترحة المما يثبت نجاح الشبكة العصبية العميقة  ،في البيئات الغاوسية المستقرة
 .المثالي بدقة وكفاءة عالية الاقتراب من هذا الحد

 :تفوق الشبكة العصبونية المقترحة إلى الأسباب التالية ببعود سوي

تستطيع الشبكة تعلم العلاقات المعقدة وغير الخطية بين  :الخطيالقدرة على التعلم غير  .1
 .الإشارات المستقبلة والقناة الحقيقية، وهو ما لا تستطيع النماذج الخطية التقليدية التقاطه

شارة : التكيف مع الضجيج .2 تعلمت الشبكة أثناء التدريب كيفية التمييز بين تأثير الضجيج وا 
 .يجعلها أكثر متانةالقناة الحقيقية، مما 

عقدة( استخلاص  128و  64استطاعت الطبقات المخفية المتعددة ) :تمثيل غني للبيانات .3
 .وليةميزات ذات معنى من البيانات الأ

عينة متنوعة مع تقسيم مناسب للبيانات مكن الشبكة من  800التدريب على : التعميم الجيد .4
 .التعميم على حالات جديدة لم ترها من قبل

، Cell-Free Massive MIMO استخدام التعلم العميق في أنظمة الفائدة منهذه النتائج  حتوض
رموز اللاسل سللقناة تحت ظروف غير مثالية، مثل  دقيقا   ا  خمينفي السيناريوهات التي تتطلب ت خاصة  
 .المنخفضة SNR قيمالقصيرة أو  الدليلية

 SEوفق معيار الكفاءة الطيفية  مقارنة الأداء بين تقنيات تخمين القناة

 ( الكفاءة الطيفية الإجمالية المحققة للمستخدم مقاسة بوحدة بت في الثانية لكل هيرتز8يمثل الشكل )
(bps/Hz .) 
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 SE وفق معيار مقارنة الأداء بين تقنيات تخمين القناة -( 8الشكل )

يمكن ، و (SNR)م قي ازديادلجميع الخوارزميات مع  SE مستمر في الكفاءة الطيفية تحسنالنتائج  ظهرت
 :ما يليك أداء كل تقنيةلخص أن ن

. تتميز الشبكة LSثم  MMSEتظهر الشبكة المقترحة أعلى كفاءة طيفية في جميع الظروف، تليها 
هذه تؤكد و أفضل من تحسن ظروف القناة. ل  المقترحة بمعدل نمو أعلى، مما يعني أنها تستفيد بشك

النتائج أن تحسين دقة تخمين القناة باستخدام الشبكات العصبونية يترجم مباشرة إلى كفاءة طيفية أعلى، 
 .Cell-Free Massive MIMOعلى معدلات البيانات وجودة الخدمة في أنظمة  مما ينعكس إيجابا  

ناة يحسن الكفاءة ين القتتوافق نتائجنا مع الدراسات الحديثة التي أكدت أن استخدام التعلم العميق في تخم
ا  تفوق   [Sande & Binini, 2025, [12]]ملحوظ. على سبيل المثال، أظهرت دراسة الطيفية بشكل  

 .للشبكات العصبونية على الأنظمة التقليدية، وهو ما يتطابق مع ما حققناه في هذا البحثواضحا  

 الخلاصة -6

تخمين  اتقنيعلى ت ءفي الأدا تتفوق بشكل  كبير عصبونيةأن الشبكات ال في النهاية يمكن القول   
 . Cell Free Massive MIMOضمن نظام  القناة تخمينفي  MMSEو  LS القناة التقليدية 

عبر جميع  ا  أقل وأكثر استقرار  NMSE قيم أصبحتحيث أنه عند استخدام الشبكة العصبونية المقترحة 
 بشكل   نيةعصبو ، تفوقت الشبكة الروف قناة سيئةظة والتي تعكس منخفضالSNR قيم  عندو  .SNR قيم
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، استمر روف قناة أفضلظة والتي تعكس مرتفع  SNRقيم عند، بينما  LSتقنية على في الأداء واضح
 النموذج العصبي في تقديم نتائج أدق.

على  ا  مما ينعكس إيجاببشكل  كبير عند استخدام الشبكة العصبونية  SEوكذلك تحسنت الكفاءة الطيفية 
 .CFMMمعدلات البيانات وجودة الخدمة في أنظمة 

 Cell-Free القناة في أنظمة لتخمين ا  دواع تمثل خيارا   استخدام الشبكات العصبونيةأن مما يشير إلى 
Massive MIMO تحت ظروف تشغيل معقدة. 

 الاقتراحات المستقبلية -7

-Cell نظمةالقناة في أ تخمينلتطوير أداء تقنيات  الأفكار على العديد من العمل في المستقبليمكن    
Free Massive MIMO .بونية العصمثل الشبكات  استكشاف بنى شبكية أكثر تقدّما   بما في ذلك

أكثر  بيانات القناة بشكل  التعامل مع بهدف  (LSTM/GRU) والشبكات التكرارية (CNN) يةمطو ال
 فعالية. 

 MMSE مثل) التقليدية والمخمناتالأساليب الهجينة التي تجمع بين التعلم العميق  يمكن استخدامكما 
ودقة في ظروف تشغيل متنوعة. بالإضافة إلى ذلك،  أداء أكثر استقرارا  مما يؤدي إلى  (Bayesian أو

والانتشار لمترابط ا خفوتفإن توسيع بيئة المحاكاة لتشمل نماذج قناة أكثر واقعية، مثل تأثيرات دوبلر وال
 .ثلاثي الأبعاد، سيعزز من موثوقية النتائج ويقربها من التطبيقات العملية

التحقق من النموذج المقترح باستخدام بيانات قياس حقيقية مأخوذة من منصات اختبار  ومن المهم أيضا  
رموز يم المميدانية، وذلك لتقييم قابلية التطبيق العملي في بيئات تشغيل حقيقية. كما يمثل تحسين تص

 عبر استراتيجيات متكيفة أو مضغوطة، خطوة أساسية لتقليل الحمل الزائد وزيادة كفاءة الطيف الدليلية
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